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RESUMEN

Un evento trascendental como es la COVID-19 genera bastante expectativa
por parte de actores nacionales e internacionales lo que genera la produccién de
bastante contenido en internet y en redes sociales; las redes sociales son en la
actualidad grandes repositorios de las opiniones de los usuarios a nivel mundial. A
raiz de esta abundante informacién es que se planteé realizar la investigacion del
comportamiento de tweets relacionados a la pandemia COVID-19 en el Peru
empleando mineria de textos, 2022.Con respecto al entrenamiento de los tweets de
la pandemia COVID-19, el algoritmo Maquinas de Vectores de Soporte consigui6é una
exactitud del 93,3 %, clasificando un 70 % como tweets positivos y 30 % como
negativos. Luego de haber aplicado el modelo entrenado a 5000 tweets se consiguio

el 87 % tweets positivos y 13 % negativos.

Palabra clave: Analisis de sentimientos, mineria de textos, Maquina de vectores de
soporte, pandemia Perd, dosis, vacuna, COVID-19.
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ABSTRACT

A transcendental event such as COVID-19 generates a lot of expectation on
the part of national and international actors, therefore, regarding the abundant
information on the internet and on social networks, social networks are currently great
repositories of user opinions. a world level. As a result of this abundant information, it
was proposed to carry out the investigation of the behavior of tweets related to the
COVID-19 pandemic in Peru using text mining, 2022.Regarding the training of the
tweets of the COVID-19 pandemic, the Support Vector Machines algorithm achieved
an Accuracy of 92,8 %, achieving 70 % positive tweets and 30 % negative ones. After
having altered the model and the 5,000 tweets, the Accuracy of 36,875 % was

obtained, achieving 87 % positive tweets and 13 % negative ones.

Keywords: Sentiment analysis, text mining, Support Vector Machine, Peru pandemic,
dose, vaccine, COVID-19.



INTRODUCCION

El avance de las tecnologias de la informacién que existe hoy en dia
exige a las personas actualizarse y afrontar los desafios el cual nos permite
descubrir y analizar.

En este trabajo de investigacion se ha desarrollado el andlisis de
comportamiento de tweets relacionados a la pandemia de COVID-19 en el
Pert empleando mineria de textos. El presente trabajo esta estructurado en
cinco (5) capitulos a continuacion se presentan.

Capitulo | Planteamiento del problema, se describen el porqué de la
elaboracion, y los objetivos planteados.

Capitulo Il Marco tedrico, se narra la base tedrica que esta relacionada
con la investigacion.

Capitulo [l Marco metodol6gico, se narra el tipo y disefio de
investigacion y el analisis de datos realizado.

Capitulo IV Resultados, se narra los resultados conseguidos a través
de figuras en donde se describe la gréafica del comportamiento de tweets.

Capitulo V Discusién, se describe la discusién obtenida.

Por dltimo, se hace la presentacibn de las conclusiones vy
recomendaciones y referencias bibliograficas y anexos de matriz de

consistencia del trabajo de investigacion



CAPITULO I: PLANTEAMIENTO DEL PROBLEMA

1.1 Descripcion del problema

En el Perd, en marzo del 2020, llegd la COVID-19, encontrando un
sistema de salud deficiente, poco integrado y con varias limitaciones para el
diagnéstico, la vigilancia e incluso el manejo de los fallecidos. Esto generé
una crisis sanitaria, social y hasta politica. La percepcion del manejo de esta
crisis se vio expresada en los medios de comunicacion, proclamas de
distintas organizaciones civiles y también en distintas redes sociales, como
por ejemplo Twitter, en donde cualquier ciudadano puede expresar sus
opiniones mediante “tweets”. Las redes sociales son muy usadas a fin de
medir las reacciones del publico hacia un evento en especifico.

La mineria de textos es una herramienta que se puede usar para el
andlisis de sentimientos en redes sociales. Sabiendo que en las redes
sociales se encuentra abundante cantidad de informacién disponible para
poder analizar, el uso de técnicas de andlisis de textos puede producir nuevo
conocimiento provechoso para la toma de decisiones.

Diariamente los medios de comunicacién, como por ejemplo los
sistemas de noticias tradicionales, y los usuarios de internet publican una
gran cantidad de informacion relacionados a la pandemia de COVID-19 en
sus medios sociales, es por esto que es muy importante el uso de
herramientas de analisis de informacién para que los datos almacenados en
bases de datos y en internet sean correctamente aprovechados, de tal
manera que puedan servir para encontrar patrones de conducta, intenciones
0 tendencias, y esto contribuya a mejorar la toma de decisiones, tal como se
puede apreciar en la Figura 1.

A nivel nacional, segun el portal web del Ministerio de Salud (MINSA),
en los ultimos reportes del 23 de enero del 2022 se muestran el total de casos
positivos por departamento; en el Pert hay un total de 2,831,652 de casos
positivos (+); 204,323 fallecidos y una letalidad (%) del 7,22 %.



Figura 1.

Total, de casos positivos por departamento

NACIONAL Total de Casos Positivos por Departamento Pais

PERU

LIMA
METROPOLITANA

PIURA

LA LIBERTAD
CALLAO
AREQUIPA
LAMBAYEQUE
IcA

LIMA REGION
JUNIN

ANCASH
Cusco
PUNO
LORETO
CAJAMARCA
UCAYALI
SAN MARTIN

% Positividad en la dltima semana

HUANUCO
<0.18% >45%
AYACUCHO

| ThenA

TUMBES 3.733 9.021 5838
MOQUEGUA 5915 18.225 8597
APURIMAC 7.329 8.852 13749
AMAFOMNAS 6.913 18720 10388
HUAMCAVELICA 2.618 8345 8019
PASCO 1.899 9459 7404
MADRE DE DIOS 2484 9.950 2024

PCR(+)  PRUEBA PRUEBA TOTAL | FALLECIDOS  LETALIDAD
RAPIDA +) ANTIGENO(+) =~ CASOS [+) (%)
882.500  955.884 993178 2.831.652 204.323 122%
520955 318747 362705 1.202.407 82,869 6,89 %
13928 46754 55040 116622 12.387 10,62 %
26313 39.660 42497 114470 10483 916 %
55712 36629 33128 125469 10,198 813 %
38400 50434 61339 150382 9.208 632%
21463 35397 27262 84124 &770 1043 %
10821 33.258 31856 75935 8653 1140%
15348 31739 46131 93418 7.361 788 %
18.281 42386 43247 103914 7.150 688 %
20681 29016 49117 98.814 6821 6,90 %
23158 25674 48018 97.850 4883 499%
8930 21434 21144 51.508 4323 839%
9.800 28226 11555 49.581 4202 866 %
24018 28.896 26638 80432 4226 525%
4116 22016 2096 34228 3.083 901%
9.739 28817 15725 54.281 3052 562%
6.647 21851 14177 42775 2746 642 %
9.765 16322 14120 40217 2184 543 %
7313 13945 16234 30814 1.998 502%
20.592 1.507 7,80 %
35.737 1.548 433 %
29.930 1.542 515 %
36.021 1.295 3,60 %
18.983 1.194 6,29 %
18.772 1.057 5,63 %
15.358 789 514 %

Nota. El total de casos positivos corresponde a los 26 departamentos del pais

Perd. Fuente: (MINSA, 2022).

”

N



1.2 Formulacién del Problema

1.2.1 Problema General

¢, Como es el comportamiento de los tweets relacionados a la pandemia

de COVID-19 en el Pert empleando mineria de textos,20227?

1.2.2 Problemas Especificos

a. ¢,Como clasificar el comportamiento de los tweets relacionados a la
pandemia de COVID-19?
b.  ¢Cual es el porcentaje de aciertos de la herramienta empleada para la

realizacidon de mineria de textos?

1.3 Justificacién e importancia

Actualmente se evidencia la falta de concientizacion que hay en el Per
respecto a la importancia de encontrar informacion veridica respecto al tema
de COVID-19 lo cual termina causando confusién en los ciudadanos y estos
pueden adoptar medidas incorrectas debido a la mala calidad de la
informacién que reciben.

La presente investigacion demuestra que la importancia de los
comentarios de las redes sociales en la actualidad realizando el andlisis del
sentimiento de los tweets en el Peru relacionados a la pandemia COVID-19.

En efecto, se justifica la ejecucion del proyecto puesto que facilitara la
labor a Establecimientos de Salud y Centro de Salud, al Ministerio de Salud

(MINSA) en la toma de decisiones.

1.3.1 Desde el punto de vista cientifico

Desde el punto de vista cientifico, en el presente trabajo usa técnicas
computacionales para el analisis de sentimientos de textos y se validara la
informacion generada por la técnica. Esto permitira generar nuevo

conocimiento cientifico que podra ser utilizado en las futuras investigaciones.



1.3.2 Desde el punto de vista social

Desde el punto de vista social, los resultados obtenidos en el presente
trabajo de investigacion favoreceran a la sociedad, al Ministerio de Salud
(MINSA), a los establecimientos de Salud o Centros de Salud, hogar,
comunidad y otros facilitando la toma de decisiones.

El andlisis de comportamiento de tweets beneficia al Ministerio de
Salud, a los establecimientos de salud y centros de salud, en la que participan
médicos y enfermeras. Al diario el comercio y las noticias del Peru.

Favorece a la sociedad a nivel local, nacional e internacional.

Las enfermeras también se ven beneficiados ya que ayuda a tomar

decisiones.

1.3.3 Desde el punto de vista econémico

Desde el punto de vista econdémico, el presente trabajo de investigacion
permite recoger la opinion de los ciudadanos relacionada a la pandemia
COVID-19 que es abundante en las redes sociales, lo cual permitira poder
armar estrategias de concientizacion a la poblacion. Esto permitira que
ahorrar en los altos costos que representa la contratacion de un servicio de
estudio de mercado, aprovechando la informacién que ya se encuentra

disponible en internet.

1.4 Objetivos

1.4.1 Objetivo general

Analizar el comportamiento de los tweets relacionados a la pandemia

de COVID-19 en el Pert empleando mineria de textos, 2022.

1.4.2 Objetivos especificos

a. Elaborar un clasificador de sentimiento de los tweets relacionados a la
pandemia de COVID-19.



b.  Calcular el porcentaje de aciertos de la herramienta empleada para la

realizacion de mineria de textos.

1.5 Hipotesis

1.5.1 Hipotesis General

Se podra analizar el comportamiento de los tweets relacionados a la

pandemia de COVID-19 en el Peri empleando mineria de textos,2022.

1.5.2 Hipotesis Especificos

a. Se podra clasificar el sentimiento de los tweets relacionados a la
pandemia de COVID-19.
b.  Se podra calcular el porcentaje de aciertos de la herramienta empleada

para la realizacién de mineria de textos.



CAPITULO Il: MARCO TEORICO

2.1 Antecedentes del estudio

2.1.1 Antecedentes Internacionales:

En el estudio de (Condor Tinoco, Loa Navarro, Huarcaya Ccoicca y
Castro Buleje, 2020)”, en su Actas del Il Congreso Internacional de Ingenieria
de Sistemas “Mineria de datos en Twitter: andlisis del sentimiento del
desempleo en la poblacién hispanohablante en tiempos del COVID-19”. En
su trabajo de investigacion tiene el propdsito de conocer la opinién de la
poblacion y desarrollar un modelo que permita analizar el sentimiento
relacionado al desempleo, los autores hicieron uso del método SEMMA
(muestrea, explora, modela y evallia) para el andlisis del sentimiento. Y para
el preprocesamiento se empled la herramienta Orange Canvas. Como
consecuencia, de los seis mil tweets relacionados al desempleo, la palabra
“‘desempleo” se asocia con las palabras pandemia, trabajo, pobreza y pais.
Asimismo, se distingui6é que los sentimientos de los usuarios son negativo y
neutro.

En conclusién, en el trabajo de investigacion sefialado anteriormente,
de los usuarios que hicieron los comentarios, la palabra con mayor frecuencia
es “desempleo”, de la cual se repiten 5998 veces, “pobreza” aparecen 704
veces, “pandemia” aparecen 637 veces, “pais” aparecen 521 veces,
‘economia” aparece 468 veces y “trabajo” aparecen 408 veces, quiere decir
gue estas palabras aparecen en los comentarios de tweets. Para la busqueda
de los tweets se empled la palabra “desempleo”.

Los tweets se recolectaron los dias 25, 26 y 27 de agosto del 2020, el
resultado obtenido es del 79,21 % posee sentimiento neutral, seguido del
19,42 % posee sentimiento negativo y finalmente el 1,37 % posee sentimiento
positivo.

En el estudio de (Flores Gonzalez, Contreras M. y Andrade del Cid,
2020), en su articulo “Comportamiento de las comunidades digitales en
Twitter durante las elecciones México 2018, se estudié el comportamiento de
las comunidades digitales en las elecciones en la ciudad de México 2018. La
recoleccion de los tweets se realiz6 utilizando el lenguaje de Programacion
“R” y a través de un filtro de un libro de cédigos.

Como resultado se obtuvo para el candidato José Antonio Meade el 16



% de tweets positivos, el 20 % de tweets negativos y el 11 % de tweets
neutrales sumando el 47 % en total. Y para el candidato Andrés Manuel Lépez
Obrador se emitieron el 10 % tweets de positivos, el 12 % tweets de negativos
y el 7 % tweets de neutrales sumando el 29 % en total.

Por ultimo, emitieron el 4 % tweets de positivos, el 13 % tweets de
negativos, el 7 % tweets de neutrales sumando el 24 % en total para el
candidato Ricardo Anaya.

Como conclusion para este articulo se detecté que mayormente los
tweets relacionados al candidato José Antonio Meade tienen un sentimiento
clasificado como negativo e igualmente para, Andrés Manuel L6pez Obrador
y Ricardo Anaya.

En el estudio de (Pineda Brisefio y Chire Saire, 2020), en su articulo
“Mineria de texto para identificar las principales preocupaciones de los
usuarios de Twitter durante COVID-19 en la Ciudad de México”, explica el
inicio del brote epidemiolégico que acontecié en China. Esta enfermedad se
ha esparcido velozmente a nivel mundial. Aprovechar las tecnologias de
informacion es uno de los retos de la comunidad cientifica internacional con
el propdsito de monitorear el comportamiento de la poblacién en tiempo real.
Las personas comparten informacion de su salud, sus datos personales
desde cualquier lugar del mundo en las redes sociales. En este estudio se
hizo uso de la técnica de mineria de texto. Se realizé la extraccion,
visualizacién y analisis de los tweets, concluyendo que las preocupaciones
de la poblacion estan relacionados a la cantidad de casos confirmados y a las
medidas de seguridad sanitaria que fueron implementadas por el Gobierno

de México.

2.1.2 Antecedentes Nacionales:

En el estudio de (Paez Guarnizo y Monroy, 2020), en su tesis
“Implementacién de un modelo de analisis de sentimientos con respecto a la
Jurisdiccion Especial para la Paz basado en mineria de datos en Twitter”,
proponen una metodologia de seis fases. Lo primero es armar un conjunto de
datos, lo que sigue es el preprocesamiento del Lenguaje Natural, para luego
realizar la extraccion de caracteristicas, luego la Maquinas de Vectores de
Soporte a través de cross-validation para el muestreo de datos. Por otro lado,

para los algoritmos Random Forest y Naive Bayes, la segmentacion de los



datos se realiza en porcentajes de 70,75 y 80 % y la prueba de datos se
muestra en porcentajes de 30,25 % y 20 %, luego se realiza el entrenamiento
y clasificacion para cada uno de los algoritmos, por ultimo las técnicas
implementadas de desempefio fueron evaluadas. En la Ultima fase se
muestra que el mejor método de clasificacion de texto es el algoritmo Random
Forest que obtiene como unas métricas de 74,56 % de precision, el 70,15 %
de recall y 68,10 % de F1-Score.

En el estudio de (Mamani Coaquira, J. Ibarra, Mamani Vilca, Ordofiez
Ramos y Aquino Cruz, 2021) en su articulo denominado “Identificar
Sentimientos en Cuarentena por la COVID-19 mediante Clasificador Léxico y
Aprendizaje Supervisado”, se trabaja con un conjunto de tweets recolectados
durante la pandemia para clasificar los sentimientos en negativos y positivos.
Los resultados fueron las palabras mas frecuentes: COVID-19, Cuarentena y
Casa. Los términos “Ganar” y “Bueno” poseen un sentimiento positivo, el
término “extrafio” posee un sentimiento negativo. A través del algoritmo
Maquinas de Vectores de Soporte y Clasificador Léxico de palabras se obtuvo
el modelo de clasificacion de sentimientos de precision es del 91,5 %.

En el estudio de (Tapia Perales, Ruiz Montalvo y Chirinos Mundaca,
2014) en su proyecto denominado “Modelo de clasificacion de opiniones
subjetivas en redes sociales” utiliza la técnica de mineria de datos para
analizar la opinion favorable o desfavorable de los usuarios de las redes
sociales que realizan publicaciones de un producto, servicio. Utiliza el
algoritmo de clasificacion redes bayesianas, emplean la metodologia de dos
etapas Crisp-DM para la mineria de datos y XP para el desarrollo del prototipo
de la red social. El modelo obtiene una eficiencia de 73,66 % y valida los

comentarios reales con el calculo del modelo.

2.1.3 Antecedentes locales:

En el estudio de (Poma Pancaya, 2020), en su proyecto “Analisis del
comportamiento de los tweets, de la participacion electoral de los principales
candidatos a la presidencia del Peru utilizando mineria de textos en el afio
2016”, se realiza un analisis de comportamiento de los tweets relacionados
a los dos candidatos presidenciales con mayor votacion en el proceso
electoral del afio 2016 empleando el clasificador Naive Bayes.

Poma concluye que en la primera vuelta electoral para, Pedro Pablo



Kuczynski obtuvo el 86,8 % de exactitud y los tweets positivos son el 58,2 %
y los tweets negativos son 41,8 %. Asimismo, el 47,3 % de tweets positivos y
52,7 % de tweets negativos para la segunda vuelta.

De la misma manera en primer lugar el 88,5 % de exactitud para, Keiko
Fujimori, logrando tweets positivos del 52,4 % y negativos del 47,6 %. Del
mismo modo el 47,5 % tweets positivos y el 52,5 % tweets negativos en la

segunda vuelta.
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2.2 Bases Teoéricas

2.2.1 Mineria de texto

Se explica la mineria de texto reune diferentes técnicas propuestas en
el campo de la recuperaciéon de textos (Senso y Eito Brun, 2004, p. 1).

Asimismo, la mineria de textos indica a manera de una aplicacién
complementaria a la mineria de datos que analiza y aspira identificar patrones
en los datos almacenados en bases de datos relacionales y data warehouse
(Senso y Eito Brun, 2004, p. 2).

Esta segunda definicion sefiala que ésta tiene como fin hallar
informacion y conocimiento que antes no se conocia, y que no se mostraba
en ninguno de los documentos analizados. Conforme con esta interpretacion,
la mineria de textos es un proceso que aspira descubrir conocimiento (Senso
y Eito Brun, 2004, p. 2).

Inicialmente, la mineria textual ayuda el andlisis de abundantes
conjuntos de textos que en efecto nos seria de muy dificil manejo a causa de
su magnitud. De este modo, un cientifico lograra estudiar estos datos,
conocer relaciones entre documentos y extraer conclusiones. sino que es una
composicion de andlisis humano y automatizado que sea capaz de dar
excelentes resultados. En efecto la mineria textual es el hallazgo de lo
desconocido semi automatizado de modelos y tendencias en inmensos
conjuntos de datos (Senso y Eito Brun, 2004, p. 2).

Por lo tanto, el objetivo de la mineria de textos es descubrir nuevos
conocimientos, procesar y presentar la informacion disponible en una gran
cantidad de formatos de documentos que facilitan la comprension y el
andlisis. Con esta definicion damos una definicibn mas practica de ciencia
(Senso y Eito Brun, 2004, p. 2).

De manera similar, Sullivan afirma que la mineria de textos es el
proceso de recopilar, organizar y analizar grandes volimenes de documentos
para apoyar la difusion de informacién a analistas y tomadores de decisiones
y para descubrir relaciones entre hechos relevantes repartidos en diferentes
campos de estudio (Senso y Eito Brun, 2004, p. 3).

Sin embargo, no queremos terminar esta seccién sin resumir las
definiciones encontradas en varios documentos oficiales de IBM, uno de los
creadores de la herramienta comercial de mineria de textos de la que

hablaremos méas adelante. En estos documentos, la mineria de texto se
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define como el proceso de extraer automaticamente informacion significativa
del texto, descubrir automaticamente temas importantes en un conjunto de
documentos y buscar texto relevante mediante una consulta flexible y de alto
rendimiento (IBM, 1998, p. 50) (Senso y Eito Brun, 2004, p. 3).

Esta definicibn amplia el pragmatismo que mencionamos
anteriormente. Evita mencionar la posibilidad de identificar nuevos
conocimientos a partir de documentos existentes y alejarse asi de la
propuesta original de Hirst. En esta definicion, la recuperacion de informacion
est4 incluida en la operacion de mineria de texto. Esta definicion nos parece
correcta porque incluye la funcionalidad real implementada por las
aplicaciones de mineria de texto actuales de las que podemos extraer
informacion (Senso y Eito Brun, 2004, p. 3).

Otra definiciébn de Business Papers, en este caso del fabricante de
aplicaciones de analisis SAS, establece que la mineria de texto es el proceso
de examinar una gran cantidad de documentos de texto libre para descubrir
y explotar el conocimiento disponible en la coleccién. Esta definicion resume
la funcionalidad que podemos encontrar en las aplicaciones comerciales:
ayudar a comprender e interpretar la informacion recopilada en muchos
documentos (Senso y Eito Brun, 2004, p. 3).

La mineria de texto tiene como objetivo encontrar informacion relevante
para un propésito, especialmente encontrar informacién relevante del texto
en lenguaje natural. lan h Witten, Frank Abe y A. Marks lo definen como un
método que tiene como objetivo encontrar patrones en el texto. Para lograrlo,
analiza el texto para extraer informacion Util para un propésito especifico
(Godoy Viera, 2017, p. 6).

Ronen Sign y James Singer lo describieron como un proceso de
conocimiento cercano. Entre ellos, los usuarios utilizaron herramientas de
andlisis para interactuar con la documentacién con un conjunto de kits de
tiempo; Intent6 obtenerlo de la fuente de datos identificando y explorando
patrones interesantes para obtener una utilidad de la fuente de datos.
Informacion. Estos incluyen una coleccion de documentos de origen de datos.
Un modelo interesante esta en el texto no estructurado habitual (Godoy Viera,
2017, p. 7).

La mineria de texto se deriva en gran medida de la investigacién de
mineria de datos y, por lo tanto, tiene similitudes en la arquitectura de alto
nivel; por ejemplo, ambos sistemas se basan en rutinas de preprocesamiento,

algoritmos para encontrar patrones y capas de elementos de presentacion
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gue incluyen herramientas de visualizacion para mejorar la navegacion en
clusteres receptivos (Godoy Viera, 2017, p. 7).

Dado que la mineria de textos se centra en el analisis de textos en
lenguaje natural, se basa en otras disciplinas informéticas que se ocupan del
procesamiento del lenguaje natural. También utiliza técnicas y métodos de
los campos de la recuperacion de informacion, la mineria de informacién y la
linglistica de datos, principalmente (Godoy Viera, 2017, p. 7).

Podemos distinguir la mineria de datos de la mineria de texto, como lo
sefiala Sholom M. Weiss et al., quienes afirman que la primera se organiza
en hojas de célculo y la segunda en formato de documento, para aprender
comienza con el esquema utilizado en el mundo de los documentos, que es
una variante de formato XML (Godoy Viera, 2017, p. 7).

Para Feldman y Sanger, también sefialan las diferencias entre mineria
de datos y mineria de texto. Para ellos, en el primero, los datos se almacenan
en formatos estructurados, y gran parte de su preprocesamiento se centra en
limpiar y normalizar los datos, asi como en crear un gran numero de uniones
de tablas. Por el contrario, el preprocesamiento de mineria de texto se centra
en identificar y extraer caracteristicas representativas de documentos en
lenguaje natural. Estas funciones pueden incluir la identificacion de palabras
clave relacionadas, nombres personales, organizaciones y similares. El
propésito del preprocesamiento es transformar los datos no estructurados
gue se encuentran en una coleccion de documentos en un formato
estructurado medio mas claro (Godoy Viera, 2017, p. 7).

Para Witten et al. Explique la diferencia entre mineria de datos y mineria
de texto y muestre que la primera intenta extraer informacién indirecta,
previamente desconocida y potencialmente Gtil de grandes cantidades de
datos. En segundo lugar, la informacion extraible del texto esta escrita de
forma clara y sin ambigliedades. Sin embargo, un problema importante para
los usuarios es la dificultad de acceder y leer la gran cantidad de documentos
de texto en formato digital que actualmente estan disponibles con fines
informativos, estratégicos o de entretenimiento (Godoy Viera, 2017, pag. 8).

Por lo tanto, la mineria de texto estudia diferentes métodos de
representacion de documentos de texto para que puedan ser utilizados por
los sistemas informéticos y las personas que no tienen tiempo para leer la
gran cantidad de contenido disponible en los medios digitales (Godoy Viera,
2017, p. 7).
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Desde el punto de vista de los sistemas automatizados de
procesamiento de texto, el problema es que los documentos de texto en su
mayoria no estan estructurados, por el contrario, son amorfos y dificiles de
procesar, y la mayoria de los documentos no estan representados
adecuadamente en una forma que pueda ser utilizada directamente por el
sistema de mineria de texto (Godoy Viera, 2017, p. 8).

Para Michael W. Berry y Jacob Kogan, sin embargo, confirman que los
temas de investigacion clave en la mineria de textos son la extraccion de
palabras clave, la clasificacion, la agrupacion, la extraccion de nombres y
entidades, la deteccion de anomalias y tendencias y el flujo de texto. Cada
uno de estos temas es parte del subcampo de mineria de texto (Godoy Viera,
2017, p. 8).

En la subseccion de resumen de texto, el resultado del sistema de
mineria de texto es un resumen de las caracteristicas mas importantes del
gran cuerpo de texto (los pasajes relevantes del documento). Otro subcampo
de la mineria de texto es la clasificacion, donde cada instancia representa un
documento y las categorias son temas. Por ello, se utilizan diversas técnicas
de mineria de textos para clasificar los documentos en funcién de las palabras
gue aparecen en ellos (Godoy Viera, 2017, p. 8).

La agrupacion de documentos es otro subcampo de la mineria de texto
gue agrupa las palabras encontradas en funcién de sus criterios de similitud.
La caracteristica principal de esta técnica es que no existen categorias
predefinidas, sino que permite crear varios grupos para el conjunto de
documentos a procesar (Godoy Viera, 2017, p. 8).

Sobre Weiss et al. Mencionaron algunas areas de mineria de texto de
aplicacién, como la clasificacibon de documentos, recuperacién de
informacion, agrupacion de documentos y organizaciones. Esto también se
aplica al andlisis sensorial, el andlisis de Internet, los textos de las redes
sociales, etc (Godoy Viera, 2017, p. 8).

Se puede decir que la mineria de textos es una herramienta que cubre
una amplia gama de campos que van desde la basqueda y extraccion de
informacion, presentacion, agregacion de multiples documentos, mineria de
datos para texto, etc. Es un término cuyo uso se limita 0 amplia segun el autor
gue lo utilice (Botta Ferret y Cabrera Gato, 2007, p. 7).

La mineria de texto se define como la basqueda de patrones o patrones
en un texto basado en técnicas de aprendizaje automatico; por lo tanto, se

considera una de las muchas ramas de la linguistica computacional. Como
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proceso, se trata del descubrimiento de conocimientos que no estan en el
texto, sino correlacionando el contenido de varios textos, y se divide en varias
etapas (Botta Ferret y Cabrera Gato, 2007, p. 7).

Herramientas de gestion del conocimiento minero segun texto definido.
Es un proceso que se ocupa del descubrimiento de conocimientos que no
estan contenidos en los textos, se crea correlacionando el contenido de varios
textos, basandose en las técnicas de aprendizaje automético de
regularidades o patrones encontrados en ellos, ya que son textos
especialmente desestructurados, para la informacion almacenada como texto
no estructurado: informes, correos electronicos, actas de reuniones, etc
(Botta Ferret y Cabrera Gato, 2007, pp. 9-10).

La mineria de textos es la adquisicion de conocimiento en forma textual
a partir de diversas fuentes de informacion, lo que nos permite tomar
decisiones estratégicas (Gavilanes, Rio, Cilleruelo y Garechana, 2011, p. 2).

El analisis basado en la mineria de texto se divide en dos partes: 1) el
refinamiento o preprocesamiento del texto, que produce una forma intermedia
de informacién que se puede controlar mediante métodos computacionales.
2) Extraer conocimiento de esta interfaz usando herramientas comunes de
mineria de datos para extraer patrones, relaciones o conocimiento (Gavilanes
et al., 2011, p. 2).

En particular, una forma intermedia basado en documentos puede
transformarse en una forma basada en conceptos si de él se extrae
informacion relevante de acuerdo con los intereses del analisis., Tan (1999)
(Gavilanes, Rio, Cilleruelo y Garechana, 2011, p. 2).

Otros autores han sefialado que parte de la rigueza semantica
contenida en el texto fuente se pierde cuando se utilizan métodos inductivos
clasicos de mineria de textos, y han propuesto diferentes aproximaciones a
esto, proponiendo procedimientos de mineria de textos para apoyar hipétesis
de desarrollo experto o como busqueda. herramientas conflictivas, etc.
Sanchez et al. (2008) (Gavilanes et al., 2011, p. 2).

De manera similar, Porter (2007a) reconoce las limitaciones de las
fuentes empiricas y recomienda combinarlas con fuentes basadas en
conocimiento experto. Un enfoque interesante es crear métricas de
innovacién basadas en datos e invitar a expertos comerciales y técnicos a
revisarlos en busca de errores, sugerir formas de ampliar la cobertura y

explicar (Gavilanes et al., 2011, p. 2).
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La definicion de mineria de texto o mineria de opinién se centra en el
procesamiento automatico de informacién de opinidn, que permite extraer del
texto polaridades positivas, negativas y neutras o mixtas (Pang y Lee, 2008,
p. 12).

Definicion de mineria de texto (MT) La mineria web, especialmente la
mineria de contenido, impregnada como un campo de procesamiento
automatico de texto, la mineria de texto es el proceso de recopilacion,
organizacion y andlisis de grandes volimenes de documentos para apoyar la
difusion de informacién a analistas y tomadores de decisiones. descubrir
relaciones entre hechos relevantes que se extienden a través de varios
campos de estudio (Angulo Cuentas et al., 2009, p. 7).

La mineria de textos no debe confundirse con las funciones avanzadas
de los sistemas de gestién de bases de datos o buscadores de Internet, que
tienen como objetivo encontrar documentos en una gran cantidad de
documentos que satisfagan las necesidades descritas en las solicitudes de
los usuarios, mientras que la mineria de textos se basa en los mismos
autores. que quieren que el Conocimiento se encuentre en una gran cantidad
de texto, literalmente no registrado en ningln documento. Paralelamente a la
mineria de datos, que extrae informacién (til de grandes cantidades de datos,
la mineria de textos es un proceso que se aplica a grandes cantidades de
texto libre no estructurado (Angulo Cuentas et al., 2009, p. 7).

La mineria de texto tiene tres componentes importantes:

e Recuperacion, es la extraccion de textos para que luego se realice su
transformacion.

e Tratamiento de la informacion, la extraccion de patrones de los datos
recuperados conseguidos en la fase de recuperacion. En este apartado
es acerca de ordenar, clasificar y cuantificar el material primero no
estructurado.

e La Integracion de la informacion, es la combinacién de los procesos
cognitivos humanos del procesamiento de la informacién en la salida de
la computadora.

La mineria de textos, denominada mineria de datos de texto, es, desde
un punto de vista préactico, el proceso de extraer informacion cualitativa de un
texto dado. Asi el andlisis de texto logra encontrar patrones en un conjunto
de textos para facilitar una mejor toma de decisiones. Sin embargo, dice que
el texto es una de las fuentes mas comunes y mas grandes de big data, por

lo que los datos de texto se encuentran en correos electrénicos, mensajes de
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texto, tweets, entradas de redes sociales, etc., como blogs, wikis, WhatsApp,
Vibery Line. mensajes instantdneos, Gmail, WhatsApp, Facebook Messenger
Live Chat, fuentes de datos especiales, asi como libros, informes, estudios,
articulos de noticias, contenido de sitios web. El analisis de texto o el analisis
de texto en forma de procesamiento de lenguaje natural y otras disciplinas
como la inteligencia artificial y la linglistica computacional son disciplinas
enfocadas que fueron ampliamente reconocidas hace muchos afios que
muestran en la figura 2 (Joyanes Aguilar, 2013, p. 55). tal como se puede
apreciar en la Figura 2.

Figura 2.

Disciplinas de la mineria de texto

Linguistica

Inteleigencia Artificial(1A) Computacional(LC)
Computacional(

nto de

Natural(PLN)

Nota.La figura muestra 3 disciplinas de la mineria de texto. Fuente:
Elaboracién propia.

La mineria de datos implica encontrar datos. Del mismo modo, la
mineria de texto esta tratando de encontrar el estado en el texto: es un
proceso de analisis de texto para obtener informacion. Comparado con los
datos cubiertos en este libro, el texto es desestructurado, amorfo y
voluminoso. Sin embargo, en la cultura occidental moderna, el texto es el
medio mas comuan para transmitir informacién formalmente. Motivacion para
tratar de obtener informacién. Fue tranquilizador para él, incluso si el éxito fue
solo parcial (Witten et al., 2011, p. 421).

Las similitudes superficiales entre la mineria de texto y de datos ocultan
diferencias reales. Describimos la mineria de datos como la extraccion de
informacion indirecta, previamente desconocida y potencialmente util de los

datos. Pero con la mineria de texto, la informacion que se va a extraer se
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especifica de forma clara y sin ambigledades en el texto. No esta oculto en
absoluto: la mayoria de los escritores hacen todo lo posible para asegurarse
de expresarse de manera clara y sin ambigiedades. Desde una perspectiva
humana, el Unico significado de la palabra "anteriormente desconocido" es
gue las limitaciones de tiempo impiden que las personas lean el texto por si
mismas. El problema, por supuesto, es que la informacién no se edita para
gue sea adecuada para el procesamiento automatico. La extraccion de texto
trata de presentarlo en un formato adecuado para el uso de computadoras o
personas que no tienen tiempo para leer el texto completo (Witten et al., 2011,
p. 421).

Un requisito comudn en la mineria de datos y textos es que la informacién
extraida debe ser potencialmente util. En cierto sentido, significa orientado a
la accién, capaz de proporcionar la base para que las acciones se realicen
automéaticamente. En el caso de la mineria de datos, este concepto se puede
expresar de una manera relativamente independiente del dominio: los
patrones de accién permiten predicciones no triviales sobre nuevos datos de
la misma fuente. El rendimiento se puede medir por el éxito y el fracaso
computacional, las técnicas estadisticas se pueden usar para comparar
diferentes métodos de extraccién de datos en el mismo problema, etc. Sin
embargo, en muchas situaciones de mineria de texto, es dificil describir qué
significa "operativo", independientemente del dominio especifico. Esto hace
gue sea dificil encontrar una medida justa y objetiva del éxito (Witten et al.,
2011, p. 421).

Como hemos enfatizado a lo largo de este libro, en la mineria de datos
practica, el término "potencialmente Util" a menudo tiene una interpretacion
diferente: la clave del éxito es que la informacion extraida debe ser
comprensible porque ayuda explicar los datos. Esto es necesario si el
resultado esta destinado al consumo y no (o como y también) como base para
la accion automética (Witten et al., 2011, p. 422).

Este estandar no se aplica a la mineria de texto porque es diferente de
la mineria de datos, es comprensible ingresar a si mismo. La extraccion de
texto directo con una salida comprensible es equivalente a recopilar las
caracteristicas mas excelentes de un gran numero. Este es un campus
adjunto: revision de texto (Witten et al., 2011, p. 422).

Ya nos hemos encontrado con un problema importante de mineria de
texto: la clasificaciéon de documentos, donde cada instancia representa un

documento y la clase de instancia es el sujeto del documento. Los
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documentos se caracterizan por las palabras que aparecen en ellos. La
presencia o ausencia de cada palabra se puede tratar como un atributo
booleano, o el documento se puede tratar como una bolsa de palabras en
lugar de una coleccion basada en la frecuencia de palabras (Witten et al.,
2011, p. 422).

La mineria de texto es el analisis de texto que permite descubrir
diferentes tipos de conocimiento que son Utiles para muchas aplicaciones,
especialmente el conocimiento sobre las opiniones y preferencias de las
personas, que a menudo se expresan directamente en datos textuales. Por
ejemplo, ahora es comun usar datos de texto de opiniébn, como resefias de
productos, debates en foros y textos de redes sociales para generar opiniones
sobre temas de su interés, lo que simplifica varias tareas de toma de
decisiones. Seleccione un servicio. Debido a la gran cantidad de informacion,
las personas necesitan herramientas de software inteligentes que les ayuden
a descubrir informacion relevante para optimizar las decisiones o realizar
tareas de manera mas eficiente (Zhai y Massung, 2016, p. 24).

Mineria de datos de texto (TDM) es la aplicacion de mineria de datos se
basa en descubrir abundante cantidad de informacién que no se encuentra
estructurado. Informacion no estructurada significa que no se almacenan en
un formato de base de datos estructurado, de modo ordenado y
posteriormente encontrar y usar para distinto finalidad. Esta informacién son
textos tales son mensajes de WhatsApp, correos electrénicos, twitter,
presentacion de PowerPoint y documentos en Word, etc.; o estos estan de
manera no textual tales como imagenes de formato JPEG, archivos de audio
MP3, etc (Torres Samboni, 2015, p. 4).

La caracteristica principal de la mineria de textos trabaja en lenguaje
natural. A diario hablamos los humanos este lenguaje. De esta forma se
representa el lenguaje natural en los textos descritos, que es objeto de
extraccion de conocimiento (Torres Samboni, 2015, p. 5).

Estd orientado para descubrir patrones importantes o0 eventos
frecuentes, la finalidad es descubrir desviaciones, tendencias y asociaciones
en abundante cantidad de informacion textual. Las aplicaciones de sistemas
de mineria de texto tales son la identificacién redireccién de contenido de
correo electronico; sistemas de vigilancia, analisis de informacion de los
articulos vy libros, basqueda importante en los articulos (Torres Samboni,
2015, p. 5).
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El proceso de la mineria de textos tiene los siguientes elementos
podemos ver en el diagrama de contexto (Torres Samboni, 2015, p. 5). tal

como se puede apreciar en la Figura 3.

Figura 3.

Los elementos del proceso de la mineria de textos

Limitaciones de Software y Problemas de
Hardware privacidad

[} i

Limitaciones linguisticas

)

Datog no
extructurados(textos)

Bxpefentia de dominle Herramientas y técnicas

Nota.La figura muestra los elementos del proceso de la mineria de textos.

Fuente: Estudiante universidad San Carlos.

Datos no estructurados es el insumo importante para realizar mineria
de textos, podemaos ver en un ejemplo de tweet.

“‘Militares se alistan en las aulas para posconflicto. Capacitaciones en
#sena Formulacion de proyectos. Via @eltiempo
http://app.eltiempo.com/colombia/cali/posconflicto-en-el-valle/16400807..."
(Torres Samboni, 2015, p. 5).

El texto no posee el estandar pues tiene muchos simbolos, sitios web
gue no aporta significado analizamos otro tweet de manera distinto se
representa. No tiene normas donde detalle la estructura, por ejemplo, al inicio
de tweets debe ir el nombre de la noticia, seguido etiquetas de usuarios y la
URL del sitio web, de tal forma que el tweet este organizado (Torres Samboni,
2015, p. 5).

Una vez concluido el estudio se logran los objetivos definidos al inicio
de la mineria de textos, en la salida se logra el conocimiento extraido del
andlisis de tendencias, agrupaciones de datos o clasificaciones (Torres
Samboni, 2015, p. 5).



El proceso tiene una serie de limitaciones del software tales como la
descarga de registros de los navegadores de internet Google, Internet
Explorer y redes sociales estos son Facebook y Twitter. Limitaciones de
hardware y privacidad para conseguir permisos de usuarios para acceder
enormes cantidades de informacion (Torres Samboni, 2015, p. 5).

La mineria de textos tiene una metodologia para el proceso de
extraccion de informacion (Torres Samboni, 2015, p. 6).

o Establecer el corpus.
e Crear matriz de términos.
e Extraer el conocimiento.

En la primera fase es acerca de la linguistica de corpus es la rama de
la linguistica investiga en base a datos obtenidos del corpus, o sea muestras
verdaderas del empleo de la lengua. Se emplea en dos contextos, con
respecto a la mineria de textos recopilan material linguistico, tales como
oraciones o textos. La corpora inmenso en formato digital compuesto de la
fuente de gran tamafio de informacién acerca del empleo de la lengua, estos
son informacién gramatical, Iéxica, semantica, etc. Se emplea la fuente de
informacion para redactar diccionarios y para el proceso automatico del
lenguaje natural (Torres Samboni, 2015, p. 6).

La finalidad del corpus es recopilar los documentos que se desea
analizar. La recopilacién esta constituida de documentos de texto, XML,
correos electronicos, paginas web, comentarios de redes sociales (Torres
Samboni, 2015, p. 6).

Después de concluido el procedimiento de recopilacion organizan y
transforman los documentos de modo que todos posean igual formato,
seguidamente este sea procesado por la maquina Una organizacion puede
ser simple y constar de una coleccion almacenada en un directorio y constar
de varios registros en una base de datos (Torres Samboni, 2015, p. 6).

En la segunda fase se emplea el corpus para la creacion de matriz de
términos del documento (TDM). En esta matriz, las filas representan los
documentos, a la vez que las columnas representan los términos, o sea, las
palabras del documento. relacionados a través de términos y documentos se
manifiesta por medio de indices, o sea, las medidas relacionales son simples
como el numero de ocurrencias de cada término en cada documento o el
namero de ocurrencias del término. El propdsito es representar el corpus

mediante una matriz de términos (Torres Samboni, 2015, p. 6).
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En cambio, no todos los términos incluidos en el documento describen
sus caracteristicas, como articulos, verbos auxiliares, puntuacion,
pronombres, etc.; ejemplos en las siguientes oraciones: He de hacerlo cuanto
antes; Hoy he comido a las dos; El verbo "he" es un auxiliar y no hay
diferencia, por lo que no debe formar parte del término matriz. Esta lista de
términos que no hay diferencia se denomina palabras sin significado o
stopwords. La construccion inicial de la matriz de términos debe incluir todos
los términos definidos en el corpus (columnas) excepto los incluidos en la lista
de palabras sin significado o stopwords, todos los documentos en el corpus
(filas) y las cantidades de apariciones de cada término en cada documento
(Torres Samboni, 2015, p. 7).

Asimismo, el método de palabras sin significado o stopwords, también
se realiza el llamado stemming es un método consiste en cambiar las
palabras por su raiz. Reducir un término a su raiz o lema a través un algoritmo
de distintos maneras gramaticales o verbales se identifiquen con el mismo
término; por ejemplo, los resultados originales de las siguientes palabras;
perro, perra, cachorro, ese perro; distintas maneras que pueden tomar estas
palabras se reducen a la forma comun (Torres Samboni, 2015, p. 7).

Seguidamente se calcula la frecuencia de los términos y filtrar aquellos
gue no es importantes. La frecuencia es las veces que aparecen un término
en un documento esto significa lo importante que tiene en este documento,
por ejemplo, si un término aparece una vez en el documento Ay tres veces
en el documento B. A continuacién, se muestra procesos de estandarizacion
(Torres Samboni, 2015, p. 7).

Frecuencias logaritmicas: la transformacion reduce el impacto de las
frecuencias originales y afectan resultados de analisis (Torres Samboni,
2015, p. 7).

Frecuencias binarias: Matriz de términos resultante incluira 1y 0 el cual
indica la presencia o ausencia de las palabras. Esta transformacién reduce el
impacto de las frecuencias originales en el andlisis y cémputos (Torres
Samboni, 2015, p. 7).

Frecuencias de documentos inversas: incluye una transformacion que
es util porque permite medir la relevancia de los términos, ya que refleja el
namero de ocurrencias de un término en un documento y tiene varias
versiones, generalmente basadas en funcion inversa del numero de
documentos que aparece el término (Torres Samboni, 2015, p. 7).

En la tercera fase es extraer el conocimiento, luego de haber

22



23

construidos la matriz de términos, los patrones se extraen en el contexto del

problema especifico bajo estudio. Por ejemplo, en el entorno comercial, es

interesante encontrar patrones ocultos de consumo de los clientes para
investigar nuevos horizontes. Por ejemplo, un vehiculo deportivo corre riesgo

de accidente igual que un vehiculo normal. Inventar novedoas estrategias

(Torres Samboni, 2015, p. 7).

Existen cuatro métodos para extraer la informacion esto es:
clasificacion, clustering, asociacion y analisis de tendencias (Torres Samboni,
2015, p. 8).

e Clasificacion: La clasificacién, se basa en agrupar las instancias en
categorias. A la clasificacion de textos se asigna a diversos documentos
una etiqueta relacionada al contenido, a esto se denomina aprendizaje
supervisado pues la funcién es en base a datos de entrenamiento. Por
ejemplo, un grupo de asuntos y una serie de documentos de textos en el
cual hay que hallar el asunto de los documentos mediante modelos de un
grupo de datos de prueba. La clasificacibn de textos automatica es
aplicada a spam, clasificacién de paginas web, generar automaticamente
metadatos, en el caso se toma un documento para publicar en una pagina
web y el clasificador de textos localiza el documento en una categoria,
tales son deportes, politica, cultura, etc (Torres Samboni, 2015, p. 8).

e Clustering: asimismo se denomina agrupamiento y esta constituida los
datos en grupos de objetos parecidos métodos de clustering usan
algoritmos matematicos encargadas de agrupar objetos. Se usa la
informacion de las variables que pertenecen a cada objeto, luego se
clasifica en clase (Torres Samboni, 2015, p. 8).

Se aplica este tipo de analisis desconocido etiquetas asociados a datos.
Cuando se realiza cllsteres, se identifican espacios de caracteristicas,
asimismo descubrir division de patron y Correlacion de atributos. A diferencia
el clustering es aprendizaje de observacion, en tanto la clasificacion es
aprendizaje de ejemplos (Torres Samboni, 2015, p. 8).

El clustering se aplica para detectar relaciones de muchos textos, de distribuir
en agrupaciones o descubrir temas mas relevantes de sus contenidos y
expresar en sus términos. En especifico, el clustering se aplica en
descubrimiento de temas (Torres Samboni, 2015, p. 8).

Asimismo, el clustering es muy importante en aplicaciones tales son la

exploracion de datos cientificos, agrupar documentos, aplicacién de base de
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datos tales como GIS, aplicacién web, marketing (Torres Samboni, 2015, p.
8).
Asociacién: La asociacién es la generacion de reglas para identificar
relaciones entre terminos. Las reglas de asociacién son usadas para
analizar la literatura que se publicé tales como noticias y articulos
académicos publicados en la web, etc. La finalidad es identificar
autométicamente las asociaciones de distintos conjuntos (Torres
Samboni, 2015, p. 9).

Métodos de mineria de datos Un aspecto que debe quedar muy claro

sobre el proceso KDD es la diferencia entre tareas y métodos de mineria de

datos. Las tareas de mineria de datos pueden ser tanto predictivas como

descriptivas. Las tareas de predicciéon son preguntas y tareas en las que uno

0 mas ejemplos deben predecir uno o més valores. Dependiendo de como

los ejemplos coincidan con los valores de salida y como se muestren los

ejemplos, podemos definir diferentes tareas de predicciéon (Osorio Zuluaga,
2009, p. 29).

Clasificacién o discriminacion

Clasificacién blanda

Estimacién de probabilidad de clasificaciéon

Categorizacion

Preferencias o priorizacion

Regresion

Las tareas descriptivas tienen como objetivo describir los datos
existentes. A continuacion, las tareas descriptivas mas determinadas:
Agrupamiento por sus siglas en ingles clustering.

Correlacion o factorizacion

Criterios de asociacion

Dependencias funcionales

Deteccion de valores e instancias anomalas.

Cada una de las primeras tareas requiere métodos, técnicas o

algoritmos para resolver. Se pueden visualizar algoritmos y sus métodos

correspondientes. La mineria de textos es un uso generalizado de

dispositivos informéticos y de comunicacion que generan grandes cantidades

de informacion digital, especialmente en la produccion de datos textuales, y

requiere el desarrollo de métodos, algoritmos y sistemas que puedan

procesarlos automaticamente. Pueden ser estructurados, semiestructurados



y no estructurados, dando lugar a campos de investigacion de la informacién
como la mineria de textos, que puede definirse como el proceso de descubrir
patrones importantes y nuevos conocimientos en un conjunto de textos, por
lo que se encarga del descubrimiento. proceso de conocimiento No esta
claramente expresado en ningun texto de la coleccién, y surge nuevamente
al vincular varios de estos.

El objetivo de la mineria de textos es extraer informacion de un texto no
estructurado, como entidades (personas, organizaciones, fechas, cantidades)
y las relaciones entre ellas. La busqueda semantica, por otro lado, permite a
los usuarios especificar no solo elementos que deberian aparecer en una
consulta en un documento, sino también entidades y relaciones que se
derivan a través del andlisis de texto. Una clasificaciéon de documentos de
texto es una aplicacion de mineria de texto que asigna una o mas categorias,
etiquetas o clases a los documentos en funcién de su contenido. Es una parte
esencial de muchas tareas organizativas y de gestion de la informacion. Los
métodos tradicionales de clasificacion de texto, en los que los expertos en el
dominio del texto definen manualmente las reglas de clasificacion, han sido
reemplazados por métodos basados en técnicas de aprendizaje automatico
0 una combinacién de aprendizaje automatico y otras técnicas (Pérez
Abelleira 'y Cardoso, 2010, p. 2).

Los clasificadores estan disefiados para encontrar patrones o patrones
en el comportamiento de una variable en relacién con el comportamiento de
otra variable en una base de datos de incertidumbres y observaciones no
cuestionadas. Se divide principalmente en: generador de arboles de decision,
generador de reglas, modelo de regresion, red neuronal, red de
caracteristicas, clasificador bayesiano. Algoritmos genéticos, métodos de
vision, clasificaciones difusas (Arribas Lopez, 2008, p. 11).

La mineria de datos es el proceso de usar datos, extrayendo
informacion importante previamente desconocida de grandes bases de datos
para usarla como un elemento importante en la toma de decisiones (Angulo
Cuentas et al., 2009, p. 4).

La mineria de datos es un término general que incluye los resultados
de la investigacion, los métodos y las herramientas utilizadas para extraer
informacion til de grandes bases de datos. Ademas, la mineria de datos es
parte de todo el proceso KDD, por otro lado, los conceptos de mineria de
datos y KDD se consideran similares entre si en la literatura (Molina Lopez y
Garcia Herrero, 2006, p. 13).
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Especificamente, la comunidad de estadisticos, analistas de datos y
administradores de sistemas de informaciéon a menudo usan el término
mineria de datos para el proceso general de descubrimiento, mientras que el
término KDD es mas comunmente utilizado por expertos en inteligencia
artificial.

El proposito de la mineria de datos es descubrir hechos, hechos
valiosos e informacion previamente desconocida contenida en una base de
datos, desde la academia el concepto de mineria de datos es un proceso
mayor llamado KDD, en resumen, la mineria de datos combina varios campos
como la estadistica, artificial. inteligencia, infografias, bases de datos y
procesamiento masivo que utilizan las bases de datos como materia prima
principal.

La causa de la mineria de texto es el problema cada vez mas
apremiante de extraer informacién automaticamente de grandes cantidades
de texto. Se trata de extraer informacion de datos no estructurados: texto
plano. Hay varias formas de representar la informacion no estructurada:
"bolsa de palabras": cada palabra forma una posicién en un vector con un
valor correspondiente al numero de veces que aparece; N-gramas u
oraciones: permite considerar el orden de las palabras. Prueba mejores
oraciones negativas. " Excepto.”, pero no, de lo contrario considerarian que
tales palabras estan relacionadas. Representacion Relacional (primer orden):
permite detectar patrones mas complejos (cuando la palabra X esta a la
izquierda de la palabra Y en la misma oracion). Categorias de conceptos.
Casi todo el mundo se enfrenta a un "problema léxico": tienen problemas con
los sin6nimos, la polisemia, los lemas, etc. Un ejemplo de una aplicacién de
mineria de texto es la generacién automatica de indices sobre documentos.
Otros, mas sofisticados, incluyen escanear el texto completo y mostrar un
mapa con las partes o documentos mas relevantes colocados uno al lado del
otro. En este caso se trataria de analizar las palabras en el contexto en el que
se encuentran. En cualquier caso, aunque no se ha avanzado mucho en el
campo de la mineria de textos, ya existen productos comerciales que utilizan
esta técnica para diversos fines (Molina L6épez y Garcia Herrero, 2006, p. 20).

La mineria de textos es un area de investigacion del procesamiento
automético de informacion. Se define como el proceso de descubrir patrones
interesantes y nuevos conocimientos en una coleccion de textos, es decir, es
el proceso encargado de descubrir conocimientos que no se encuentran

claramente en ningun texto de la coleccién, pero que surgen para relacionar
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el contenido. de varios de ellos (Contreras Barrera, 2014, p. 4).

La mineria de textos explica como el proceso encargado de descubrir
patrones interesantes y nuevos conocimientos en un conjunto de textos, es
decir, que no estan explicitamente presentes en ningun texto de la coleccion,
pero que provienen de asociar varios de ellos con contenido (Hearst, 1999;
Kodratoff, 1999).

Este proceso consta de dos etapas principales: el preprocesamiento y
la etapa de descubrimiento (Tan, 1999).

El proceso de mineria de texto consta de dos etapas principales:
preprocesamiento y etapa de descubrimiento. En la primera etapa, los textos
se transforman en wuna forma de representacion estructurada o
semiestructurada, lo que facilita su posterior analisis, mientras que, en la
segunda etapa, se analizan las representaciones para descubrir patrones
interesantes 0 nuevos conocimientos en ellas (Gil Pascual, 2021, pp. 9-11).
tal como se puede apreciar en la Figura 4.

Figura 4.

Etapa de preprocesamiento

JE— — —
Etapa de Tipo de Tipo de
pre-procesamiento representacion descubrimientos
Categorizacion Vector de temas Mivel tematico
Full-text Secuencias de palabras Patrones de lenguaje
Extraccion de Tabla de datos Relaciones entre
informacion. entidades.

Nota.La figura muestra la etapa de preprocesamiento. Fuente: Montes y

Gomez.

o FEtapa de Preprocesamiento: En la etapa de preprocesamiento, se
transforman los textos en una representacion estructurada o
semiestructurada de su contenido. Por un lado, estas representaciones
intermedias de los textos deben ser faciles para facilitar el analisis de los
textos, por otro lado, completas y que puedan permitir el descubrimiento

de patrones interesantes, e incluir nuevos conocimientos.
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Dos representaciones mas utilizadas en la mineria de texto:

¢ A nivel de documento, cada representacion muestra un texto diferente de
la coleccion.

e A nivel conceptual, cada representacion representa un objeto, tema o
concepto interesante en un dominio de aplicacion especifico.

o Se utilizan diferentes estrategias para construir representaciones. Por
ejemplo, las representaciones a nivel de documento se crean utilizando
técnicas de clasificacion, texto completo e indexacion. Para las
representaciones a nivel de concepto, estas se obtienen utilizando
técnicas dependientes para el dominio, asi como la recuperaciéon de
términos importantes y la extraccién de informacién (Montes y Gémez,
2005).

e Etapa de descubrimiento: El descubrimiento de mineria de textos divide
sus métodos y tareas y se clasifica como: descriptiva y predecible. Por
otro lado, se puede clasificar de diferentes maneras. Por ejemplo, una
posibilidad es la clasificacion de mineria de texto, donde el texto es una
descripcion de una situacion. La representacion de texto logrados en la
fase de preprocesamiento es una descripcion estructurada. Por lo tanto,
el descubrimiento de mineria de texto se divide en tres enfoques: a)
descubrimiento a nivel de presentacion, b) descubrimiento a nivel de texto
y ¢) descubrimiento a nivel mundial (Montes y Gomez, 2005).

e Descubrimientos a nivel representacion: Método para desarrollar o
detectar textos estructurados o semiestructurados. Son encargadas de la
clasificacion, categorizacion de textos (Montes y Gémez, 2005).

e Descubrimientos a nivel texto: Hay dos tipos de métodos: métodos que
descubren patrones de lenguaje a partir de colecciones de texto y
métodos que descubren la organizacién "oculta" de colecciones de texto.

Destacan los métodos relacionados con el reconocimiento de patrones
de lenguaje al tener en cuenta todas las palabras del texto y conservar su
orden relativo, es decir, utilizar la representacion de texto completo (Full-Text,

en inglés). Estos métodos identifican secuencias frecuentes de palabras y, a

veces, crean un conjunto de reglas de asociacion basadas en estas

secuencias para expresar combinaciones de palabras de uso frecuente.
Por otro lado, los métodos relacionados con la agrupacién de textos se

caracterizan por el uso de diferentes tipos de métodos, desde los



tradicionales métodos euclidiana para medir la distancia entre textos hasta

métodos complejos basados en redes neuronales. Tipos de mapas auto

organizados.

Estos métodos enfatizan particularmente la visualizacion e
interpretacion de los resultados. Por ejemplo, algunos utilizan una interfaz
gréfica para analizar agrupaciones, otros identifican etiquetas que describen
el contenido de cada grupo y otros identifican documentos representativos de
cada clase. Ademds, la agrupacion de texto se utliza en el andlisis
exploratorio de colecciones de texto, la generacién de resimenes de varios
documentos y otras tareas de descubrimiento, como la deteccion de
asociaciones y desviaciones (Montes y Gémez, 2005).

o Descubrimientos a nivel mundo: Este enfoque considera una variedad de
tareas, incluida el descubrimiento de asociaciones, la deteccién de
desviaciones y el analisis de tendencias. Los métodos de este enfoque
tienen las siguientes caracteristicas: a) utilizan la representacion de texto
tanto a nivel de concepto como de documento; (b) utilizan el conocimiento
del dominio, generalmente representado en una jerarquia de conceptos o
conjuntos de predicados, y (c) permiten al usuario guiar el proceso de
descubrimiento especificando principalmente las regiones y conceptos de
mayor interés. Entre los trabajos de descubrimiento de asociaciones,
destacan aquellos que proponen descubrir asociaciones tematicas
imprecisas de manera similar (A) => B (confianza | soporte) y utilizan
elementos estructurados y no estructurados para obtener esta relacion.

Por otro lado, los métodos de deteccién de desviacion consideran la
deteccion de textos raros con temas diferentes al promedio del conjunto, asi
como el descubrimiento de nuevos temas en conjuntos dinamicos como flujos
de noticias.

El analisis de tendencias se ocupa de la descripcién del desarrollo de
una coleccion de textos. Entre sus métodos, se destacan los siguientes dos
enfoques: a) identificar temas de discusibn con un comportamiento
predeterminado y comparar el tema de dos colecciones de diferentes épocas
(Montes y Gémez, 2005).
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2.2.2 Analisis de sentimientos

Sefala analisis de sentimiento en Twitter. En una primera aproximacion,
el andlisis de sentimientos en Twitter significa que a cada mensaje publicado
se le asigna un valor relacionado con la carga emocional que transmite. Se
pueden distinguir algunos tipos diferentes de variables en relacién con esta
carga emocional (Baviera, 2016, pp. 2-3).

e La polaridad: indica si el mensaje es un sentimiento positivo o negativo.
En algunos andlisis, se introdujo una tercera categoria para clasificar los
mensajes neutrales.

e La intensidad: da un valor numérico relativo a la intensidad percibida. Se
pueden distinguir intensidades positivas y negativas.

e Las Emociones: clasifica el texto segun diferentes tipos de emociones,
como feliz, triste o enojado.

El analisis de sentimiento se define como el proceso de determinar
opiniones basadas en valoraciones, actitudes y sentimientos sobre un tema
en particular. El andlisis de sentimientos generalmente tiene dos objetivos:
uno es identificar las expresiones emocionales y determinar la direccion en la
gue los individuos expresan sus sentimientos (Ramon Saura et al., 2018, p.
4).

El andlisis de sentimiento intenta clasificar los documentos en funcion
de las opiniones expresadas por los autores. Este nuevo campo, que combina
PLN y mineria de texto, cubre una amplia gama de tareas que mas o menos
ya estan cubiertas. Existen principalmente dos enfoques diferentes para este
problema: la aplicacién de aprendizaje automético o métodos semanticos.
Hay dos aplicaciones principales: determinar la polaridad de la opinion a nivel
de documento, oraciéon o elemento, y determinar si un documento tiene
opinion (Martinez Camara et al., 2011, p. 1).

El analisis de sentimiento puede identificar expresiones positivas,
negativas o neutrales de elementos textuales para un tema, producto o
servicio especifico, entidad, individuo, etc. El analisis de sentimientos puede
aplicarse a diferentes métodos y basarse en funciones como etiquetas
autométicas en conversaciones, referencias comunes a temas o eventos
especificos, emoticonos de uso frecuente o recursos como diccionarios.
Tweets positivos, neutrales o negativos (Martinez Camara et al., 2011, pég.
1).

30



El Analisis de Sentimiento (AS) es un campo de PLN que tiene como
objetivo analizar la percepcién que tienen las personas de ciertas entidades
tales como productos, servicios, organizaciones, individuos, asuntos,
eventos, problemas y sus caracteristicas. Analizar y determinar polaridad de
sus aspectos positivos, negativos o neutral (Henriquez et al., 2017).

El analisis de sentimiento se encarga de clasificar el documento y hace
del uso de métodos semanticos (diccionarios de términos), maquinas de
aprendizaje (soporte vector machine, Naive bayes, Deep Learning, etc.)
segun la polaridad de las opiniones expresadas por el autor. En este contexto,
determinar la polaridad de una opinidn se considera positiva, neutra o
negativa respecto de un producto, servicio, organizacion, individuo o
cualquier tipo de entidad que pueda expresar una opinién por escrito (Chanchi
G. etal., 2019, pp. 4-5).

El analisis de sentimientos se denomina extraccion de opiniones, se
define como sentimientos y emociones, es el estudio computacional de
opiniones expresadas en documentos, es la actitud del autor ante una
situacion, producto, empresa o persona. ldentificar las cualidades que crean
opinidn y la clase de emocién que me gusta, lo odio, lo aprecio. y sentimiento,
negativo neutral si es positivo (Dubiau y Ale, 2013, p. 1).

El andlisis de sentimiento es una ciencia que reconoce el
comportamiento humano. El objetivo de la mineria es reconocer la polaridad
de las opiniones (positivas, negativas o0 neutrales) por otro lado el analisis de
sentimiento esta asociado a reconocer emocion. El andlisis de sentimiento se
define como un proceso, el objetivo es obtener informacién emocional
(Cambria et al., 2012, p. 4).

El objetivo del andlisis de sentimiento es obtener opiniones y
sentimientos de textos que clasifiguen las emociones expresadas en estos
textos utilizando un espectro de polaridad positiva, negativa y neutral, que es
la forma en que otros autores clasifican microblogs, publicaciones,
comentarios o tweets (Mejova, 2012).

La definiciéon de analisis de sentimientos ofrece un modelo en el que el
texto no estructurado se define como datos estructurados. La estructura
propuesta es aproximadamente quintuple, por lo que tenemos un objeto o
conjunto de caracteristicas. La estructura contiene comentarios. Uno puede
referirse a la direccion del objeto raiz o una caracteristica especifica, al mismo
tiempo estas opiniones pueden tener cierta direccion (positiva, negativa,

enojado, feliz, etc.) y fuerza, si queremos completar la estructura, también se
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puede agregar opiniones no subjetivas como hechos (orientacién de opinion
neutral). Entonces la estructura tendra varios hechos y opiniones (Bosch,
2013).

Se refiere a un objeto y sus propiedades.

El andlisis de sentimientos, o extraccibn de opinién, es un campo
interdisciplinario que cruza el procesamiento del lenguaje natural, la
inteligencia artificial y la mineria de textos. surgié como un subcampo de la
mineria de textos porque analiza opiniones y la mayoria de las opiniones se
expresan en formato de texto. Clasificar el texto como subjetivo u objetivo y
la orientacion del texto como positiva 0 negativa son las dos tareas principales
del analisis de sentimientos. Se utiliza en diversas aplicaciones en compras,
marketing, entretenimiento, educacion, politica y social (Karamibekr y Akbar
Ghorbani, 2013).

Los individuos expresan sus opiniones no solo sobre bienes y servicios,
sino también sobre diversos temas y problemas, especialmente aquellos que
afectan su vida social. Los problemas sociales son problemas relacionados
con la vida personal y las interacciones de las personas. La opinién publica
sobre temas sociales se utiliza para tomar decisiones que satisfagan los
derechos de las personas, asi como para juzgar las actitudes y opiniones
publicas. Probar estadisticamente que los problemas sociales y de productos
difieren desde la perspectiva (Karamibekr y Akbar Ghorbani, 2013).

El analisis de sentimiento depende en gran medida del dominio y del
contexto porque utiliza el sentimiento de las palabras, que no solo dependen
del dominio sino también del contexto. El contexto se refiere a la combinacion
de diferentes expresiones, asi como a la estructura Iéxica y sintactica de la
oracion. Por ejemplo, mientras que nuestras expectativas para "préstamo”
son resultados positivos y negativos para su antonimo "severo", tanto
"demasiado facil" como "demasiado duro" tienen sentimientos negativos
sobre el castigo. Una aplicacion debe tener en cuenta el contexto. Métodos
de analisis de sentimiento. Este articulo se centra en el analisis de los
patrones léxico-sintacticos de subjetividad a nivel de oracion (Karamibekr y
Akbar Ghorbani, 2013).

La clasificacién de la polaridad del texto se considera una tarea tipica y
se identifican dos enfoques:

e Use lexicones con cierta polaridad de sentimientos, pero la desventaja es
gue estos diccionarios estan hechos para un contexto especifico.

e Cree un modelo de lenguaje usando datos de entrenamiento y técnicas
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de aprendizaje automéatico para crear un clasificador que también esté
entrenado para un contexto especifico pero que capture las
caracteristicas del lenguaje en uso (Mejova, 2012, pp. 24-25).

Una tarea basica y tipica del analisis de sentimientos es la clasificacion
de polaridad de textos en los que las categorias de interés son positivas y
negativas, y en ocasiones de clase media mixta. Hay dos formas de abordar
esto: LIWC o POMS pueden usar un Iéxico de sentimientos (una lista de
palabras con polaridades de sentimientos conocidas) como se describe
anteriormente, o se puede usar datos de entrenamiento para crear un
"modelo” de idioma para cada polaridad (Mejova, 2012, pp. 24-25).

A pesar de su simplicidad y facilidad de uso, los métodos basados en
diccionarios carecen de flexibilidad debido a la diversidad de temas y estilos
de escritura: las palabras del diccionario pueden no aparecer en absoluto en
el texto de interés, o pueden usarse de una manera especifica. Sin embargo,
utilizando técnicas de aprendizaje automatico, es posible crear un clasificador
entrenado sobre un texto determinado que refleje las caracteristicas del
lenguaje utilizado en él (Mejova, 2012, pp. 24-25).

Se han utilizado varios métodos de visualizacion de texto para este
propésito. La mas comun es la representacion de bolsa de palabras, donde
cada palabra se convierte en una caracteristica con un valor binario (1 si
aparece en el documento, 0 si no aparece) o algun otro valor (como cuantas
veces aparece en el documento). Mas complicado. Las representaciones
incluyen n-gramas (n palabras consecutivas), oraciones (usando el
reconocimiento de palabra a voz) y palabras ricas en negacion (distinguiendo
entre "malo" y "no estad mal"). Estas y muchas otras técnicas para la
representacion de documentos (que definen el "espacio de caracteristicas")
se han propuesto en la literatura. Sin embargo, debido a la falta de conjuntos
de datos y métodos estandar, algunos estudios han producido resultados
contradictorios o directamente incomparables. Se puede considerar si una

sola representacion es suficiente o hay mas (Mejova, 2012, pp. 24-25).
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2.2.3 Modelos Clasificadores
2.2.3.1 Naive Bayes

El modelo de clasificacién utilizado para esta investigacion es Naive
Bayes (Garcés Chaparro, 2019).

El clasificador Naive Bayes (0 Naive Bayes) es un clasificador
probabilistico basado en la aplicacion del teorema de Bayes y sus
caracteristicas.

Fue estudiado en 1950 y los métodos de clasificacion de texto son muy
populares, especialmente cuando se combinan con técnicas muy avanzadas
como SVM.

En estadistica y teoria de probabilidad, representa la probabilidad de un
evento basado en el conocimiento de las condiciones relacionados con el
evento.

Mas precisamente, el teorema de Bayes se define de la siguiente

manera: segun la ecuacién (1).

P(B|A)P(4)

P(alB) = 2=

(1)

La férmula dice: "La probabilidad de que ocurra A, dado B, esigual a la
probabilidad de que ocurra B si ocurre A, por la probabilidad de que ocurra A,

dividida por la probabilidad de que ocurra B".

2.2.3.2 Decision Trees

Un arbol de decision, es un método de aprendizaje supervisado no
paramétrico para clasificacion y regresion.
El objetivo es crear un modelo que prediga el valor de una variable a

través de las reglas de decision de los datos de la variable.
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La ventaja de un arbol de decision es que es:

e Excelente para trabajar con datos numeéricos y categoricos.
e Los arboles se pueden visualizar. Es facil de entender y explicar.
¢ |deal para resolver multiples problemas de salida.

e Requieren muy pocos datos para la preparacion.

Las desventajas de los arboles de decision son las siguientes:

e Dado que pequefios cambios en los datos que manejan dan como
resultado arboles completamente diferentes.

e Pueden crear arboles demasiado complejos que generalizan mal a los
datos. Esto se llama sobreajuste. Para evitar este problema, se necesitan
mecanismos como la poda, el nimero minimo de muestras necesarias
para representar los nodos de las hojas o la profundidad méaxima para

representar un arbol.

2.2.3.3 Support Vector Machines:

Se define como un conjunto de técnicas para descubrir
automaticamente patrones en conjuntos de datos y luego usar esos patrones
para hacer predicciones (Giraldo Londofio, 2020).

El proceso de aprendizaje es adoptado por un conjunto de datos de
entrenamiento y luego se utiliza un algoritmo para el reconocimiento de
patrones. Finalmente, un modelo de clasificacion con patrones encontrado.

El rendimiento del modelo se mide por la exactitud, es decir, datos
predichos correctamente clasificados. El aprendizaje automatico se utiliza en
varios campos para resolver problemas y es una técnica de clasificacion muy
utilizada. En reconocimiento facial, se utiliza en documentos, imagenes, etc.
para la clasificacion.

El propdsito de la clasificacion es generar una funcién de conjunto de
datos f(x) para el entrenamiento, que predice la clase a la que pertenece un

elemento.
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Las maquinas de vectores de soporte son los modelos de aprendizaje
automatico de clasificacibn mas utilizados. Desarrollado por Viadimirs

Vapniks en 1995. tal como se puede apreciar en la Figura 5.

Figura 5.

Hiperplano con el margen maximo
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Nota.La figura muestra el hiperplano con el margen maximo.

Fuente: Elaboracion propia.

Entrenar el modelo permite encontrar el hiperplano que separa dos o
mas clases donde el hiperplano esta desplazado por el margen maximo.

La separacién de hiperplanos se logra mediante clasificaciéon lineal.
Como se muestra en la Figura 3. S1, S2 y S3 son vectores de soporte
definidos por el mejor hiperplano.

El aprendizaje supervisado son la forma mas efectiva y facil de
implementarlo. Support Vector Machine es un algoritmo de Machine Learning.
El objetivo de la maquina vectores de soporte es encontrar los hiperplanos
separados entre la clase. Estos puntos se denominan vectores de soporte; el
limite maximo entre los puntos que separan el hiperplano (Reveles Gomez,
2021).

Dadas las dos categorias si se separan, por ejemplo, -1y 1, busque el
hiperplano separe las dos categorias del algoritmo. El hiperplano se calcula

de acuerdo con las siguientes formulas. segun la ecuacion (2).

F(x)=xw+b (2)
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Las principales funciones de kernel utilizadas en las maquinas de

vectores de soporte se muestran en la Tabla 1.

Tabla 1.

Tipos de kernel de Maquinas de Vectores de Soporte

Tipo de Kernel de Mercer Descripcion
SVM
Funcion de k (x1, x2) = exp (- [||x1-x2|| Aprendizaje de una
base radial clase. o representa
(RBF) o 1 A2/[20] 72). la anchura del kernel
gaussiana.
Line K (x1, x2) =xT1x2 Aprendizaje de dos
al clases.
Polinbmica K (x1, x2) =(xT1x2+1) p. p representa el
orden
del polinomio.
Sigmoide K (x1, x2) = Representa un
tanh(BOxT1x2+(1). kernel de Mercer
solo para
determinados
valores 30
y B1.

Nota. La tabla muestra los Tipos de kernel de Maquinas de Vectores de

Soporte. Fuente: Elaboracién propia.

2.2.4 Métricas de desempefio para clasificadores

a. La Accuracy

La métrica de Accuracy expresa la relacion entre el resultado clasificado
correctamente y el resultado total.

La exactitud ("accuracy" en inglés) indica la proporcion de resultados
verdaderos, verdaderos positivos (VP), Verdaderos negativos (VN) dividido
entre el total de verdaderos positivos, falsos positivos, verdaderos negativos,
falsos negativos. Entonces, en la formula esta métrica se va calcular como se

puede ver (Barrios Arce, 2019) segun la ecuacion (3).

Accuracy =VP+VN/VP + FP + FN + VN (3)
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b. La Precision

La precision son las tasas de verdaderos positivos divididas por la
proporcion de verdaderos positivos y falsos positivos. La métrica se calculara

como se muestra en la formula (Barrios Arce, 2019) segun la ecuacion (4).

Precision = % + FP (4)

cC. El Recall

La sensibilidad ("recordar" o "sensibilidad") representa la proporcion de
verdaderos positivos clasificados correctamente por el algoritmo. La métrica
se calculard como se muestra en la férmula (Barrios Arce, 2019) segun la

ecuacion (5).

_ Vv
Recall = T FN (5)

d. F1-Score

Esta métrica combina precision y sensibilidad en una sola métrica. se
puede calcular como se muestra en la férmula (Barrios Arce, 2019) segun la

ecuacion (6).

Sensibilidad

PuntajeF1 = 2 * Precision * —
Precision

+ Sensibilidad (6)

e. La curva ROC

Segun la curva ROC general, representa 1 especificidad frente a
sensibilidad para cada posible umbral o punto de corte en la escala de
resultados de la prueba. Es decir, y = f(x), donde: (del Valle Benavides, 2017)

segun la ecuacion (7).

y =S5(c)

ROC(c) = {x — 1 E(0) (7)
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Sin embargo, dada la dificultad de obtener datos de la poblacion,
podemos aproximarnos usando una curva ROC de muestra que representa
la tasa de falsos positivos en las abscisas y la tasa de verdaderos positivos

en las ordenadas segun la ecuacion (8).

y = FVP(c)

ROCp(c) = {x — FFP(0) (8)

Dado que tenemos probabilidades en ambos ejes, las curvas ROC de
la muestra y la poblacién estaran contenidas en el cuadrado [0, 1] x [0, 1].
También por convencion, se considera que los pacientes tienen valores de x
mas altos que las personas sanas. Entonces la curva estara contenida en el
triangulo: {(x, y) |0 < x <y < 1}. Si por la naturaleza de la prueba se invierten
los resultados (en promedio, los pacientes enfermos dan valores mas bajos

gue los pacientes sanos), se debe reordenar.

2.3 Definicion de términos
2.3.1 Conocimiento
Es informacion que se almacena y se pone a disposicion de las partes

interesadas para que puedan realizar y/o mejorar sus operaciones y para que

puedan aprender (Gutiérrez Meléndez, 2012).

2.3.2 Informacioén

Son un conjunto de datos significativos cuando estan relacionados
(Gutiérrez Meléndez, 2012).

2.3.3 Tomade decisiones

Un proceso de seleccién entre diferentes escenarios posibles (Amaya,
2010).



2.3.4 Bigdata

El proceso de recopilar y analizar grandes cantidades de datos de

diversas fuentes, tanto en forma estructurada como no estructurada (Sanchez
Guevara, 2014).

2.3.5 Knime

Knime (o Konstanz Information Miner) es un software de mineria de

datos para desarrollar modelos en un entorno visual. Esta desarrollado sobre

la plataforma Eclipse.

Los nodos realizan diferentes acciones y se pueden mostrar en tablas

de datos.

Proceso de filas, columnas, etc. mediante filtrado, preprocesamiento,
agrupacion, etc.

Visualizacién de la curva ROC, nube de etiquetas, etc.

Cree modelos para mineria de datos, maquinas de vectores de soporte,
arboles de decision y mas.

Validacion de modelos como curvas ROC, etc.

Suma los puntos para ver los resultados.

Aplicar el modelo al conjunto de datos. tal como se puede apreciar en la

Figura 6.

40



41

Figura 6.

Interfaz de knime
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Nota. La figura muestra un ejemplo de la Interfaz de knime. Fuente: Elaboracién

propia.

2.3.6 KDD

Las bases de datos Knowledge Discovery (KDD) tienen un proceso
completo de obtencion de informacion, preparacion de datos e interpretacion
de los resultados obtenidos (Molina L6pez y Garcia Herrero, 2006).

2.3.7 Knowledge Discovery in Databases

Son abstracciones de procesos o0 patrones automatizados que
representan conocimiento implicitamente almacenado o recuperado en
grandes bases de datos, almacenes de datos, redes, otros almacenes
masivos de informacion o flujos de datos (Han y Kamber, 2006).

El descubrimiento de conocimiento en bases de datos se define como
un proceso que incluye una serie de pasos bien definidos, cada uno de los
cuales es esencial para la transformacién de los datos en conocimiento

(Quiroz Gil y Valencia, 2012). tal como se puede apreciar en la Figura 7.



Figura 7.

Pasos que componen el proceso KDD
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Nota. La figura muestra los pasos que componen el proceso de Knowledge

Discovery in Databases (KDD). Fuente: Elaboracion propia.

2.3.8 Redes sociales

Una red social consta de dos elementos: conexiones y contactos. Las
redes sociales son (tiles cuando hay un gran nimero de personas
conectadas (Rissoan, 2019).

Andlisis de redes sociales (ARS), que parte del concepto basico de red
como vinculo o sistema de vinculos entre nodos o entidades sociales, y como
vinculo como estructura de comunicacién interpersonal, aunque actualmente
se cree que los nodos pueden ser agregaciones. (Como organizaciones o
paises) 0 puestos. Si bien se supone que la estructura de las relaciones
sociales tiene mayor poder explicativo que las caracteristicas de los actores
gue integran un determinado sistema, cualquier tipo de relacion social puede
ser considerada una red (Luna, 2014).

Con el tiempo, las redes sociales se han vuelto muy complejas. A veces
es dificil identificar contactos y conexiones (Rissoan, 2019).

Una red social se trata de un grupo de personas. Una red consta de un
conjunto de objetos y un mapa de conexiones llamados nodos. Una red social
bésica consta de dos objetos: Objeto 1 y Objeto 2, con una conexion entre

ellos. Por ejemplo, el nodo 1y el nodo 2 representan personasy las relaciones
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son conexiones que representan a compafieros de clase. Si el nodo 1 vy el
nodo 2 pertenecen a la misma clase, entonces el nodo 2 y el nodo 1
pertenecen a la misma clase (Kadushin, 2013).

La red social es percibida no solo como un objeto que acompafa a las
personas en el mar y en la tierra, sino también como una forma de
organizacién social en la que constantemente se intercambian ideas,

servicios, objetos y formas de hacer (Madariaga Orozco et al., 2014).

2.3.9 Twitter

Twitter es un servicio de microblogging que nacié como una nueva
forma de ver lo que sucede en el mundo, basado en la idea de que los

usuarios pueden seguirse unos a otros (Kwak et al., 2010).

2.3.10 API de Twitter

Twitter cuenta con una interfaz de programacion de aplicaciones, para
acceder mediante programacioén a tweets usando condiciones de consulta, la
API tiene parametros especificos para la recuperaciéon de tweets (Go et al.,
2013).

e Autenticacion: La API de Twitter extraen una gran cantidad de datos. La
autenticacion es un método de seguridad de datos para usuarios y
desarrolladores. Hay varios tipos de métodos de autenticacion, son:

e Contexto de usuario de OAuth 1.0a.

e Token de portador de OAuth 2.0.

e Autenticacion basica.

¢ Flujo de codigo de autorizacion de OAuth 2.0 con PKCE.

2.3.11 Normalizacién de tweets

En los tweets, extraer puntuacion, convertir todas las palabras a
mindsculas, eliminar todas las palabras que son muy comunes pero que no
agregan mucho valor sintactico (también conocidas como palabras vacias),
obtener la forma canodnica de las palabras, convertirlas en raices, encontrar

palabras adversativas. en los tweets, las oraciones refutan claramente las
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ideas anteriores, reducen la relevancia y se enfocan en las ideas posteriores
(Acevedo Miranda et al., 2015; Garrido, 2015).

La normalizacion de los tweets se realiza limpiando el texto, eliminando
la puntuacion, convirtiendo el texto a minusculas y eliminando palabras
comunes que no contribuyen a la investigacién (Acevedo Miranda et al., 2015;
Garrido, 2015).

2.3.12 Clasificador Support Vector Machine

Se define generando un hiperplano que asigna correctamente los
documentos a la clase c. Para ello, calcula la derivada de la formula de
Lagrangiano Dual para encontrar el valor necesario para calcular el
hiperplano Bosch (2013).

2.3.13 Maquina de soporte vectorial

Es un algoritmo de clasificacion de aprendizaje automatico simple que
se puede usar en conjuntos de datos tanto lineales como no lineales. El
hiperplano de separacién 6ptima es simplemente una linea que representa la

separacion de dos clases de las caracteristicas de diferentes clasificaciones.

2.3.14 Mineria de texto

Es un andlisis cualitativo de extraccion de informacion de un texto para
identificar claramente las ideas o conceptos principales contenidos en el
texto, en el que se pueden agrupar varias categorias relevantes (Paez

Guarnizo y Monroy, 2020).

2.3.15 Anélisis de sentimientos

El procesamiento del lenguaje natural es un método para rastrear las
emociones de los usuarios frente a un tema o producto especifico (Paez

Guarnizo y Monroy, 2020).
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2.3.16 Conjunto de datos

Se utiliza para entrenar sistemas que pueden detectar varios patrones
que consisten en instancias, caracteristicas y atributos (Paez Guarnizo y
Monroy, 2020).

2.3.17 Modelos de prediccién

Un modelo de predicciébn contiene propiedades que definen el
modelado y sus metadatos, que analizan el nombre, la descripcion, la fecha
de procesamiento, los permisos y los filtros utilizados para el procesamiento
(Paez Guarnizo y Monroy, 2020).

2.3.18 Modelo supervisado

El aprendizaje supervisado implica hacer predicciones futuras basadas
en comportamientos o caracteristicas vistas en los datos almacenados. Esto
nos permite buscar patrones en datos historicos relevantes (Paez Guarnizo y
Monroy, 2020).
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CAPITULO Ill: MARCO METODOLOGICO

3.1 Tipo y Disefio de la investigacion

3.1.1 Tipo deinvestigacién

La presente investigacion es correlacional se basa en medir el grado de
asociacion entre variables dependientes y1 y y2. ninguna de estas variables
es fijada o manipulada por el investigador. Requiere hipotesis y aplicacion de
prueba estadistica. Universidad Privada de Tacna (2017).

El objetivo de la investigacién se basa en asociar variables a través de
un patrén predecible para una poblaciéon o un grupo. Herndndez Sampieri,
Fernandez Collado, y Baptista Lucio (2014).

Este tipo de estudios tiene como objetivo conocer la relacion o grado de
asociacion que exista entre dos 0 mas conceptos, categorias o variables en
una muestra o contexto en particular. En ocasiones sélo se analiza la relacion
entre dos variables, pero con frecuencia se ubican en el estudio vinculos entre

tres, cuatro o mas variables.

3.1.2 Nivel de Investigacién

Es el nivel de investigacion es comprensivo corresponde a una
investigacion cuyos objetivos implican explicar, predecir o proponer.
Universidad Privada de Tacna (2017).

En su investigacion el nivel busca explicaciones y relaciones entre
eventos. En este nivel se generan las teorias, las predicciones y las

propuestas. Barrera J. H., (2010).

3.2 Poblacion y/o muestra de estudio

3.2.1 Poblacién

La poblacién esta constituida por el conjunto de tweets publicados por
las personas del Pert que interactian con Twitter relacionados a la pandemia
COVID-19. La poblacion estara conformada por 5,000 tweets.

La poblacién se ha adecuado 5,000 tweets, se evidencia porqué los
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usuarios de Pert emitieron escasos comentarios de tweets a medida que

transcurria los meses de enero, febrero y marzo hasta la actualidad disminuyé

en menor namero de tweets.

Por otro lado, se evidencia la escasez de tweets que hay en el Perq,
por ejemplo, en la fecha 03 de abril del 2022 publicaron solo 49 tweets en ese
dia. Por dia publicaban tweets menores o igual a 100.

Se evidencia que de los 24 departamentos y la Provincia Constitucional
del Callao del Perq, la ciudad de Lima es quien mas publico tweets, y hay
departamentos que no publicaron ningln tweet, la ciudad de Tacna es quien
publico menor o igual a 2 tweets en un dia y hay dias que no publico ningin
tweet.

e Por el tiempo limitado de la investigacion solo se logr6 recolectar la
informacion de 5,000 tweets.

¢ En el mes de enero, solo realice la interaccién con la herramienta Knime.

e Analiticos, para familiarizarme con el uso de los nodos.

¢ Enel mesde febrero se investigo e interactud con los diversos nodos para
la limpieza de los tweets.

e En el mes de marzo se interactu6 con los nodos de los algoritmos de
prediccion y se realizé la aplicacion de los algoritmos, Arbol de decision,
Naive Bayes y Maquinas de vectores de soporte, y se eligié el mejor
algoritmo es Maquinas de Vectores de soporte porque tuvo un mejor
desempefio en exactitud y mejor prediccién de sentimientos de tweets
positivos y negativos, en comparacion del algoritmo Naive Bayes predecia
los tweets tenian mayormente sentimientos negativos. Por otra parte, el
algoritmo Arbol de decisiobn predecia bastantes tweets tenian
sentimientos positivos.

e En el mes de marzo se realiz6 la actividad de descarga de los tweets con
la herramienta Knime Analiticos de los meses de marzo y abril. También
se realizo la limpieza de los tweets, se eliminé los emoticones, los URL,
los signos de puntuacion, etc. Por otro lado, en los archivos Microsoft
Excel se clasifico manualmente los 5000 tweets asignandole el
sentimiento positivo o negativo. Por otra parte, en el proceso de
descargar, mientras mas tweets mayormente se demora en descargar. A
continuacion, se mencionan las fechas de descarga de los tweets. tal

como se puede apreciar en la tabla 2.
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Tabla 2.

Fechas de descarga de tweets

Fechas de descarga de tweets

3/04/2022 21/04/2022 22/04/2022
23/04/2022 24/04/2022 25/04/2022
26/04/2022 28/04/2022 29/04/2022
14/04/2022 15/04/2022 7/03/2022
6/03/2022 5/03/2022 10/03/2022
8/03/2022 9/03/2022 11/03/2022
12/03/2022 14/03/2022

Nota.La tabla muestra tweets de las fechas que se han descargaron. Fuente:
Elaboracién propia.

3.2.2 Muestra

El muestreo de conveniencia consiste en la eleccién de una muestra cuyas
caracteristicas sean similares a las de la poblacién objetivo. En este tipo de
muestreo la “representatividad” la determina el investigador de modo subjetivo.
Casal y Mateu (2003).

Para la presente investigacion, utilizamos 1,000 tweets y no 879 tweets
porque el muestreo por conveniencia ocupa mayor cantidad de muestra que la
calculada por la formula propiamente dicha.

Los criterios considerados para la obtencion de la muestra de estudio, son
los siguientes:

N = Tamafio de la poblacién

p = 50 % probabilidad a favor

g = (1-p) = 50 % probabilidad en contraa =Error Alfa = 0,05
1-a = nivel de confianza = 0,95

Z(1-a) = Segun tabla de distribucion normal = 1,96

e = Margen de error =3 % = 0,03
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El tamafio de la muestra se obtiene de la siguiente aplicacion de la formula:

NxZy_*p*q
n=
d2«(N—1)+Z;_°*p*q

5000 * (1,96)2 * (0,5) * (0,5)

"= 0,03)2 % (5000 — 1) + (1,96)2 * (0,5) = (0,5)
43802

"= 54595

n = 879

La presente investigacion est4d orientada en una muestra por
conveniencia, en la figura 8. Muestra por conveniencia, se muestra los

distintos tipos de muestra.

Figura 8.

Muestra de Tipos Por conveniencia

Muestra:

- Se determina durante o después de la
inmersion inicial

« Se puede ajustar en cualquier momento del
estudio

« No es probabilistica

« No busca generalizar resultados

¢ « De voluntarios ; S
- De expertos + Diversas 0 de maxima variacion
« De casos-tipo = Homogeneas
Tipos *| . Porcuotas + En cadena o por redes
+ Mas bien orientadas a la : Be €ases exgael;os
ivestigaion cualitatia ~ ———— | * T0r dportunida
+ Teoricas o conceptuales
+ Confirmativas
= De casos importantes
= Por conveniencia

Nota.La figura muestra tipos por conveniencia. Fuente: (Hernandez Sampieri,

Fernandez Collado y Baptista Lucio, 2014).



Definen a la Muestras por conveniencia estas muestras estan formadas
por los casos disponibles a los cuales tenemos acceso. Hernandez Sampieri
et al. (2014) y Battaglia (2008a). Tal fue la situacion de Rizzo (2004), quien
no pudo ingresar a varias empresas para efectuar entrevistas a profundidad
en niveles gerenciales, acerca de los factores que conforman el clima
organizacional, y entonces decidié entrevistar a compafieros que junto con
ella cursaban un postgrado en desarrollo humano y eran directivos de

diferentes organizaciones.

Para obtener la muestra aplic6 un muestreo por conveniencia
incluyendo los tweets que encontrd entre el 03 hasta el 10 de abril y del 29
de mayo hasta 5 de junio, con respecto al candidato Pedro Pablo Kuczynski
22,154 y 53,284 tweets para la primera y segunda vuelta. (Poma Pancaya,
2020).

Mientras para la candidata Keiko Fujimori 13,860 y 27,347 tweets para

la primera y segunda vuelta.

En definitiva, la presente investigacion para obtener la muestra se
aplic6 un muestreo por conveniencia incluyendo dentro de las mismas los
tweets que se encontraron entre el 04 de marzo, el 03 de abiril, el 14 de abril
hasta el 15 de abril, del 22 de abril hasta el 26 de abril y del 28 de abril hasta
el 29 de abril, constituida por los 1,000 tweets los que se utilizaron para el
“Analisis de comportamiento de tweets relacionados a la pandemia de

COVID-19 en el Pert empleando mineria de textos, 2022”.

Para la aplicacion del clasificador la cantidad de tweets utilizados para
la creacion del modelo fue de 1,000 tweets. fraccionados en: 630 comentarios
positivos y 370 comentarios negativos. Y para ejecutar el modelo utilizé 80 %
tweets para entrenamiento y 20 % para la prueba (Mamani Coaquira et
al.,2021).

Nuestro estudio para la aplicacion del clasificador usamos 1000 tweets
divididos de la siguiente manera: 700 tweets positivos y 300 tweets negativos.
Y para la ejecucion del modelo utilizamos el 900 de los tweets para el

entrenamiento y 100 para la prueba.

Con relacion a la muestra de los 1,000 tweets para el cross validation
se utilizé 900 tweets para entrenamiento y 100 tweets para prueba. De los
100 tweets de prueba se obtuvo las métricas del algoritmo SVM con distintos

resultados en cada una de las iteraciones. También es como un bucle para
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correr, ejecutar en mismo tiempo y no estar repitiendo uno por uno y

reseteando a cada momento el particionamiento.

3.3 Operacionalizacién de variables

Consiste en desglosar y analizar cada una de las variables que

componen el estudio, desde las mas generales hasta las mas especificas. Su

exposicién completa nos mostrard la realizacion de teoria e investigacion. Sus

variables se definen conceptualmente, mostrando sus dimensiones y

indicadores como se muestra en la Tabla 3.

Tabla 3.

Operacionalizacién de variables

Variable Definicion operacional

Indicador Dimension

Variable
independiente

Mineria de textos Es el proceso de derivar
informacion nueva de textos.

-NUmero de tweets Técnica
seleccionada para el

o analisis de los
-Rendimiento tweets.

del algoritmo.

-Eficiencia. de
algoritmo.

a ser analizados.

Variable
dependiente

Andlisis del Se refiere a la accién de
comportamiento  reconocer y clasificar la conducta

de los tweets de los tweets en base a distintos

-Porcentaje de Comportamiento

tweets positivos. evidenciado de los

-Porcentaje  de tWweets

aspectos _ relacionados a la
tweets negativos. pandemia COVID-
19.
. Identificacion de Variables

Es una propiedad que puede variar y cuya variacion es susceptible de

medirse. Sampieri (2014).



Las variables son los elementos que vamos a medir, controlar y estudiar
dentro del problema formulado, de alli que se requiera la posibilidad real y
cierta de que se puedan cuantificar. Ese trabajo de manejarlas, insertarlas
encuadros, manipularlas en los instrumentos del caso se llama
Operacionalizacion.

. Descripcion de los indicadores
A continuacion, se explicara los indicadores, segun la variable de

investigacion.

a. Variable independiente “Mineria de textos”.
o Namero de tweets a ser analizados.

o Cantidad de informacion.

. Disponibilidad de informacion.

. Velocidad de descarga de tweets.

° Velocidad de preprocesamiento.

b. Variable dependiente “Analisis del comportamiento de los tweets”.
. Porcentaje de tweets positivos.

. Cantidad de tweets positivos.

° Rendimiento del algoritmo.

° Eficiente algoritmo.

° Porcentaje de tweets negativos.

. Cantidad de tweets negativos.

. Rendimiento del algoritmo.

. Eficiente algoritmo.

En el estudio de “Analisis del comportamiento de los tweets, de la
participacién electoral de los principales candidatos a la presidencia del Peru
utilizando mineria de textos en el afio 2016”. Se encontré las siguientes V.l 'y
V.D y sus indicadores. Pancaya (2016).

. Variable independiente: Mineria de textos y su Indicadores: Numero de
tweets a ser analizados.

. Variable dependiente: Analisis del comportamiento de los tweets y sus
indicadores: Porcentaje de tweets positivos y Porcentaje de tweets

negativos.
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3.4 Técnicas e instrumentos para la recoleccidon de datos

. Instrumentos:

En instrumentos para el efecto de la investigacion los instrumentos son
los siguientes:
. Herramientas de software Knime Analytics.
o API de Twitter.

34.1 Pruebas estadisticas

° Prueba z (zTest)

Para aplicar la Prueba Z los datos deben cumplir las siguientes

condiciones:

El tamafo de la muestra debe ser mayor o igual a 30 unidades. De ser

menor se utiliza la prueba t de student.

La prueba Z basa en la distribucion Normal Estandar. El valor calculado

de Z es segun la ecuacion (9).

N

I
X
SR

(9)

3.5 Procesamiento y analisis de datos

o Extraer tweets utilizando la API de Twitter.

e Realizar la limpieza de los datos.

e Escoger un conjunto de tweets para entrenar el modelo.
e Realizar la clasificacion de tweets.

e Analizar e interpretar los resultados.



3.5.1 Metodologia de analisis de sentimiento

3.5.1.1 Proceso de analisis de sentimiento

El analisis de sentimiento tiene la finalidad de extraer opiniones de
textos, clasificar emociones expresadas en textos posee polaridad positiva y
negativa. Pang y Lee (2008).

Define analisis de sentimiento es el proceso de inferir la informacion
afectiva generalmente una etiqueta emocional. Cambria, Grassi, Hussain y
Havasi (2012).

En el presente trabajo de investigacion se emple6 la metodologia
Knowledge Discovery in Databases (KDD) Esta propuesta de Analisis de
sentimiento (AS) esta constituida en 5 etapas: seleccion, preprocesamiento,
transformacién, mineria de datos, interpretacion/evaluacién. Fayyad
Piatetsky Shapiro y Smyth, (1996).

El coleccionismo, preprocesamiento, Filtracion, clasificando y una etapa
adicional de interpretacién. En la figura 5. Se muestra un flujograma del
proceso general de analisis de sentimiento en KDD para hacer el andlisis de
tweets, en el cual se puede apreciar que el presente trabajo se desarrolla de
manera cascada, por otro lado, existe una etapa previa del proceso en el
grafico se denomina keyword de acuerdo a esto se realiza una seleccién de
palabras clave: de acuerdo a estas palabras se seleccionara los tweets a

extraer. Alhumoud (2015). tal como se puede apreciar en la Figura 9.
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Figura 9.

Flujograma del proceso general de analisis de sentimiento

=

Nota.La figura muestra el Flujograma del proceso general de andlisis de

sentimiento. Fuente: Elaboracion propia.

Seguidamente se muestra las técnicas mas empleadas para cada una

de las etapas del proceso de analisis de sentimiento.

3.5.1.2 Etapas

a. Recoleccién

Para esta etapa se realiza la recoleccion de los tweets y lo realizamos
a través de la plataforma Knime Analytics, para ello necesitamos una cuenta
de Twitter del cual obtenemos la API key, API secret, Access token y Access
token secret.

Para realizar esta tarea seguidamente se muestra los siguientes pasos:

Luego configuramos el Nodo Twitter API Conector y nos muestra la
siguiente ventana en el cual completamos los datos requeridos API key, API
secret, Access token y Access token secret.

Luego configuramos el Nodo Twitter Search y nos muestra la siguiente
ventana en el cual escribimos la consulta pandemia Peru y seleccionamos la
cantidad de filas es 100, seleccionamos todos los campos Tweet, User

Location, Time, etc.
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Luego configuramos el Nodo Row Filter y nos muestra la siguiente
ventana en el cual seleccionamos la columna User-Location y seleccionamos
un criterio coincidente en este caso es *Per, este criterio es para recolectar
todos los tweets de Peru.

Luego configuramos el Nodo Excel Writer y nos muestra la siguiente
ventana en el cual guardamos en la ubicacion
C:\Users\USUARIO\Desktop\etapas\datos.xIsx el archivo en formato Excel y
le ponemos el nombre datos.xIsx y sobre escribimos.

Observamos el resultado de la recoleccion de tweets.

El siguiente paso es realizar el etiquetado de los tweets segun su
sentimiento positivo o negativo. tal como se puede apreciar en la Figura 10 y
Figura 11.

Figura 10.

Ejemplo etiguetado de tweets

Time User User - Profil User - Name User - Location

cobertura sobre la
y
n @elcomercio_peru.
2022-06-1 tochecasalino 2 @D Carla Toche Cas Lima, Peru
P Katrifa

RT @ecdata_pe: En nuestro suplemento niimero 7 presentamos una cobertura sobre la corrupci 2022-06-1 Katrinha19

3

4 RT @martinhidalgo: Corrupcién en pleno estado de emergencia: Fiscalia investiga mas de 2.122 ¢ 2022-06-1 MaritaLozano 3

5 | Corrupcion en plenc estado de emergencia: Fiscalia investiga mas de 2.122 casos asociados a la | 2022-06-1 martinhidalgo

e

RT @ecdata_pe: En nuestro suplemento nimero 7 presentamos una cobertura sobre la cormupcii 2022-06-1 MaytaTristan

Nota.La figura muestra un ejemplo de etiquetas de tweets. Fuente:

Elaboracién propia.
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Figura 11.

Ejemplo etiguetado Manual de tweets

datosxisx - Excel

Sl Insertar  Disposicion de pagina  Formulas  Datos  Revisar  Vista  Ayuda Q@ iQue desea hacer?
CoA L4 2% Ajustar texto General

A
N K S h - A = ¥ | Combinar y centrar =

Fuente = alingacin = Nimero

Tweet Time. User User - Profil User - Name User - Location Sentiment

una cobertura sobre la
del #COVID19.
mercio_per

-

2022-06-1 tochecasalino »e §B Carla Toche Cas Lima, Peru Negativo

M

RT @omneco: Mientras los [ del gabinete Castillo dan un dia de feriado
En Costa Rica dan 1 hora adicional a la hora de almuerzo, come debié ser en Perni
Coherencia con la situacién actual post pandemia https://ft.co/3dk40eSnxt 2022-06-1 Borjaliberta

T Hl BORIAC Fed® Lima, Peru Positivo

g

¥

w

Marucha Fina Lima, Peru Negative

N

RT @martinhidalgo: Corupcitn en pleno estado de emergencia: Fiscalia investiga mas de 2.122 £ 2022-06-1 Maritalozano3

5  Corrupcion en plena estado de emergencias Fiscalia investiga mas de 2.122 casos asociadas a la | 2022-06-1 martinhidalgo Martin Hidalgo Peru Negativo

Nota.La figura muestra un ejemplo de etiqueta manual de tweets positivo o

negativo. Fuente: Elaboracion propia.

b. Preprocesamiento

En esta etapa de preprocesamiento, debido es que en esta etapa
después de haber extraido la data empezara a transformarse en informacion.
“AS es el arte de la seleccion de caracteristicas”, es por lo cual esta etapa es
la mas importante de AS. Bosch (2013).

En esta etapa de preprocesamiento se realiza la transformacion y se
crea vectores de bits 1 y 0 para todos los documentos 1 significa que existe
ese término y 0 significa que no existe ese término en el documento y asi
sucesivamente para todos los demas documentos, estos términos se ordenan
por columnas y las filas son los documentos.

Luego se colorea por sentimiento se pone una etiqueta de color rojo
para negativos y una etiqueta verde para positivos.

e Punctuation Erasure: Este nodo Punctuation Erasure elimina todos los
caracteres de signos de puntuacién de los términos contenidos en los
documentos.

e Number Filter: Este nodo de Number Filter filtra todos los términos
contenidos en los documentos que constan de digitos, incluidos los
separadores decimales “,” 0 “.” Y “+” 0”-".

e N Chars Filter: Este Nodo de N Chars Filter filtra todos los términos
contenidos en los documentos con menos del numero N caracteres

especificado.



e Stop Word Filter: Este Nodo de Stop Word Filter filtra todos los términos
de los documentos, que estan contenidos en la lista de palabras vacias
especificadas, se puede seleccionar una lista de palabras vacias
integrada o personalizada.

e Case Converter: Este Nodo Case Converter convierte caracteres
alfanuméricos a mayuscula o mindsculas.

e Snowball Stemmer: Este Nodo Snowball Stemmer asigna distintas
maneras de la misma palabra una “raiz” comun; por ejemplo, el Stemmer
espafiol asigha conectado, conectando, conectivo, conexiones, conexion
para conectar. Por lo tanto, una blusqueda de conectado también
encontraria documentos que solo poseen las otras formas.

e Bag of Words Creator: Este nodo Bag of Words Creator crea una bolsa
de palabras (BoW) de un conjunto de documentos. Un BoW constituye de
al menos una columna que contiene los términos que aparecen en el
documento correspondiente.

e Term To String: Este nodo Term to String convierte los términos de una
columna en cadenas y adjunta una nueva columna que contenga estas
cadenas. Las etiquetas de los términos se pierden.

o GroupBy: Este nodo GroupBy agrupa las filas de una tabla por los valores
Unicos en las columnas del grupo seleccionado.

¢ Row Filter: Este nodo Row Filter permite el filtrado de filas segun ciertos
criterios.

o Reference Row Filter: Este nodo Reference Row Filter permite filtrar de la
primera tabla empleando segunda tabla como referencia.

e TF: Este nodo TF calcula la frecuencia relativa del término (TF) de cada
término segun cada documento y agrega una columna que contiene el
valor de TF. El valor se calcula dividiendo la frecuencia absoluta de un
término segun un documento por el nimero de todos los términos de ese

documento.

C. Filtrado

En esta etapa de filtrado se realiza la limpieza de la data, se enumera
algunas actividades para esta etapa como son: Eliminacién de palabras
repetidas, eliminacion de emoticones, eliminacion de signos de puntuacion,

Eliminacion de stop words o palabras que no tienen significancia al texto y
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Normalizacion o intercambio de elementos no utilizables por otros que
presten mayor ayuda a las posteriores etapas. Alhumoud (2015).

Los filtros mas empleados en esta etapa es la eliminacion de menciones
@, hashtags #, Urls y signos de puntuacién. R-Moreno, Cuesta y F. Barrero
(2013).

d. Clasificacion

En esta etapa se emplea el algoritmo de M&quinas de Vector de
soporte. Primeramente, se realiza el particionamiento con la validacion
cruzada de 10 iteraciones 90 % de tweets para entrenamiento y 10 % de
tweets para la prueba, luego se aplica el aprendizaje (Learner) SVM este
modelo se guarda en un archivo Model Writer y la prediccion (Predictor) SVM
el cual obtiene como resultado una clasificacion de la prediccion.

. Support Vector Machine (SVM)

Se define en la generacibn de hiper planos capaz de asignar
correctamente los documentos a una clase c. Para esto se calcula la derivada
de la férmula del Lagrangiano Dual para hallar los valores a que son
necesarios para calcular los hiper planos. Bosch (2013).

Se obtienen mejores resultados en el proceso de clasificacion
empleando SVM. Bravo Marquez, Mendoza y Poblete (2013). tal como se

puede apreciar en la Figura 12.
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3.5.1.3 Diagrama de Arquitectura

Figura 12.

Diagrama de la arquitectura de Analisis de Sentimientos

u:nl

LECE O30

Nota. La figura muestra el diagrama de la arquitectura de analisis de sentimiento.
Fuente: Elaboracion propia.
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CAPITULO IV: RESULTADOS

4.1 Resultados

Se puede observar en la Figura 13 los resultados del andlisis del
comportamiento de los tweets relacionados a la pandemia COVID-19. Todas

las figuras se pueden observar en el anexo 3.

Figura 13.

Comportamiento de tweets

@ FPostvos @) Negaivos

Positivos

Nota.La figura muestra el comportamiento de tweets.

Andlisis e interpretacion de la Figura 13

Como podemos observar en la Figura 13 el 87 % (4360) de los tweets
son positivos, mientras que el 13 % (640) de los tweets son negativos.
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41.1 Elaboraciéon de clasificador de sentimientos

41.1.1 Desarrollo de extraccion de los datos

4.1.1.1.1 Recopilacién de datos

Los comentarios de los tweets se encuentran almacenados en la base
de datos de Twitter, para extraer los comentarios se empled6 la API de Twitter.
Para este paso es un requisito muy importante tener una cuenta de Twitter.
° Ingresamos al sitio web de Twitter a la siguiente URL

https://apps.twitter.com/, luego creamos una cuenta, luego registramos

los datos requeridos. Se puede observar en la Figura 14.

Figura 14.

Crear nuevo proyecto en Twitter

Name Your Project

& Project name

Your Project helps you organize your work and maonitor your
usage with the Twitter API.

e CZD

Nota.La figura muestra un formulario para crear un nuevo proyecto en twitter.

Fuente: Elaboracion Propia.

. Se puede observar en la Figura 15. En este caso mi proyecto se
denomina OrangeRosalia Text, este APl de Twitter es usada para la

extraccion de los tweets.


https://apps/

Figura 15.

Keys and tokens

OrangeRosalia Text

£ Keys and tokern

Consumer Keys o
| thotptet docs

Authentication Tokens

o

Nota.La figura muestra una Interfaz para generar clave Keys and tokens.

Fuente: Elaboracion propia.

Estos son los Consumer Keys y Authentication Tokens:
° API key.
. API secret.
. Access token.
) Access token secret.
Estas cuatro APl de Twitter sirven para conectarnos en la plataforma de
Knime Analytics.

. Se puede observar en la Figura 16 el Access Token and Secret.

Figura 16.

Access token and secret

Access Token and Secret ()
909 Revoke Regenerate

Created with Read Only permissions

Nota.La figura muestra la Interfaz para generar claves Access Token and

Secret. Fuente: Elaboracion propia.
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. Se puede observar en la Figura 17 el API key and secret.

Figura 17.

Creacion de API key and secret

Consumer Keys

API Key and Secret @ ® Reveal API Key hint

Nota.La figura muestra la clave APl key and Secret.Fuente: Elaboracion propia

41.1.1.2 Funcionamiento del APl de Twitter

Se puede observar en la Figura 18 el funcionamiento de Search API

Twitter.

Figura 18.

Search API Twitter

Tweets
Publicaciones,Me ‘{

gustas,Retweets - '
< L

Consumer_key,consumer_secret,Access_tok

{ ,:Access_(oken,secrel
S

™

Tweets

M

Nota.La figura muestra el funcionamiento de la API twitter para extraer tweets.

Fuente: Elaboracién propia

e Podemos observar en la Figura 19 la conexion de la API para extraer
tweets.

e Todos los nodos para extraer tweets se pueden observar en el anexo 2.
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Figura 19.

Conector de API Twitter

Dialog - 23 - Twitter AP Connector —_ | -

Fule

Credenbals  Flow Yanables

AT ReErys £ 1 1 0T ZuaacS OBl TaTHL 0 8
AP gecr@l: 0 0 0 SRR RR RS
Acoess token: LT TRSHA T 16 7356 - 3 TP yaany 1 § LAL s-nghisinDiasaha 1
Acoess loken Gecrel: SssssssssssREssssRREssEseREEREE Ll e EEEERREES
oK Apphy Cancel

Nota.La figura muestra una Interfaz de claves de API de twitter para conectarse

a Twitter. Fuente: Elaboracion propia.

4.1.1.1.3 Proporcién de la muestra

Se descargaron los tweets desde el 4/03/2022 hasta 30/04/2022. tal
como se puede apreciar en la tabla 4, tabla 5 y tabla 6.
Tabla 4.

Fechas de descarga de tweets

Tema Fecha de descarga de tweets

Pandemia Del 04 de marzo hasta 30 de abril 2022

Nota.La tabla muestra una fecha 04/03/2022 que se descargaron tweets.

Fuente: Elaboracion propia

Tabla 5.

Cantidad de tweets

Cantidad de Fecha de descarga de tweets
tweets

5000 Del 04 de marzo hasta el 29 de abril 2022



Nota.La tabla muestra el rango de fechas 04/03/2022 - 29/04/2022 que se

descargaron tweets. Fuente: Elaboracion propia

Tabla 6.

Tweets de prueba

Cantid # De tweets de # De tweets de
ad de prueba entrenamiento
tweets

De 100 900

1000

tweets

5000

Nota.La tabla muestra 100 tweets para prueba y 900 tweets para

entrenamiento. Fuente: Elaboracion propia

4.1.1.2 Desarrollo de limpieza de datos

Los tweets tienen emoticones, signos de puntuacion, numeros, URL,
palabras vacias, asimismo todos estos se deben eliminar y dejar limpio el
texto. Se deben excluir todo lo que no contribuya a la investigacién. La

limpieza se realizé en los nodos de Knime.

4.1.1.3 Procedimiento de limpieza

Eliminar todos los URL.

¢ Eliminar todos los usuarios de Twitter.

¢ Eliminar todos los acentos, para evitar problemas.
e Eliminar emoticones.

e Eliminar signos de puntuacion.

e Convertir todas las palabras a mindsculas.

¢ Reducir las palabras.
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¢ Eliminar los caracteres Unicode.
e Eliminar los stopwords o palabras vacias.
e Stemmar las palabras de tweets.
e Eliminar todos los nimeros.
Podemos observar en la Figura 20 un ejemplo de limpieza de un tweet.

El nodo de limpieza de los tweets se encuentra en el anexo 2. tal como
se puede apreciar en la Figura 20.

Figura 20.

Limpieza de tweets

RT @247gamarra: El 10 de marzo 2022 @Thelancet piiblico una actualizacion del exceso de mortalidad por
la pandemia de #COVID19 en 191 paises.

?? Perd ocupa el 6to lugar, entre los paises con mayor exceso de mortalidad por 100,000 habitantes en todo

2l 10 de marzo thelancet publico una actualizacion del exceso de mortalidad por la pandemia de covid19 en 191 paises peru ocupa el 6to lugar entre
los paises con mayor exceso de mortalidad por 100 000 habitantes en todo el mundo

Nota.La figura muestra un ejemplo de limpieza de tweets. Fuente: Elaboracion

propia.

4.1.1.4 Desarrollo de aprendizaje

En este trabajo de investigacion se empleé el algoritmo Maquinas de
Vectores de Soporte. Estos algoritmos usan métodos de clasificacion y

regresion para construir modelos de prediccion.

4.1.1.5 Algoritmo de Maquinas de Vector Soporte

a. Beneficios de las Maquinas de Vectores de Soporte estos son:
. Brindan una buena precision.

. Ejecutan predicciones muy rapidas.
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. Emplean menos memoria.

. Desempefian muy bien con un claro margen de separacion.

. Luego de haber entrenado el clasificador de los tweets de entrenamiento
analiz6 la matriz de confusion en el cual encontramos los resultados.

Hay dos tipos de equivocacion:

o El Algoritmo de Maquinas de Vector de Soporte predice valores falsos
positivos, los valores reales en realidad son negativos. De la misma
manera predice valores falsos negativos, los valores reales en realidad son
positivos. Se puede observar en la Figura 21.

° Los errores se muestran en la diagonal de color rojo y la diagonal de color

verde muestra los aciertos.

Figura 21.

Matriz de confusién

—

VALORES PREDICCION

Verdaderos Falsos
positivos Positivos

Falsos Verdaderos
Negativos Negativos

VALORES REALES

Nota.La figura muestra una matriz de confusion. Fuente: (Health Big Data, 2019)

4.1.1.5.1Cross Validation

Para este trabajo de investigacion se seleccionaron 1000 tweets de los
cuales 700 son positivos y 300 son negativos, se asigné el 90 % de estos
tweets para training y el 10 % de estos tweets para testing. El proceso se
realiz6 en 10 iteraciones usando el método cross validation de k iteraciones,

se puede observar en la Figura 22.
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Luego de haber entrenado los tweets, se observo la matriz de confusion

donde se observan todos

clasificados (Correct classified),

resultados,

los tweets correctamente

incorrectamente clasificados (Wrong

classified), el error (Error), la exactitud (Accuracy) y la Kappa de cohens

(Cohen’s kappa).

Figura 22.

Cross Validation

P —

o"“” ) “°°" - 4 Datos de entrenamicento } S— >

[eracion 3 |- T T L L T .
teracion2 - DO O T T DI
[ neracions ) - PODPODPPPSIIPI DD O UIODODP

[1teracion k=a }—» O.‘.’..O".‘.O

1 Total de datos '

—>

Nota. La figura muestra validacion cruzada de k

(domenech91, 2011)

iteraciones. Fuente:

4.1.15.2 Caracteristica Operativa del Receptor (ROC)

La curva ROC se calcula de la sensibilidad o la razén de verdaderos

positivos (VPR) y el ratio o raz6n de falsos positivos (FPR).

° Sensibilidad o razén de verdaderos positivos (VPR).

° Ratio o razon de falsos positivos (FPR) segln la ecuaciéon (10) y la

ecuacion (11).

P~ VP+FN

vPr =2 =
FPR =22 =
N

(10)

(11)

Si el area posee unvalor 1, este es un valor perfecto. Podemos observar

en la Figura 23.



Figura 23.
Curva ROC

ROC Space
1 T T T T T T T

Fefect Classification -

ae
\

@
bl ]
\
“

Better -

TPR or senstivity
Q
(4]
I
\

\
\
e

|

- Worse

ole 1 1 1 1 1 1 1 1 1
o o1 0.2 0.3 0.4 0.5 0.6 0.7 o8 09 1
FPR or (1 - specificity)

Nota.La figura muestra la curva Roc. Fuente: Elaboracion propia.

41.2 Andlisis de las métricas de evaluacion del clasificador

Para el analisis de las métricas de evaluacion del clasificador, se hizo
uso de 1000 tweets, de estos se seleccionaron 900 tweets para
entrenamiento y la diferencia para la prueba.

Se pueden observar en la Figura 24. Los valores de tweets positivos y
negativos obtenidos del Algoritmo de Maquina de Vectores de Soporte. Se
obtuvo como resultado de la ultima iteracion N°10, el 72 % tweets positivos y

28 % negativos.
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Figura 24.

Tweets de prueba 100

@NEG @POS

M NEG 28.00

M ros 7200 |

Nota.La figura muestra los 100 tweets de prueba. Fuente: Elaboracién Propia

Andlisis e Interpretacion de la Figura 24

Se observan en la Figura 24. El modelo predictivo realiz6 una
clasificacion del total de los tweets, con mayor frecuencia hay 72 tweets
positivos su porcentaje es 72 %, a diferencia con menor frecuencia hay 28
tweets negativos su porcentaje es 28 %.

En base a la matriz de confusion en cada iteracion de cross validation
se obtuvo las razones de verdaderos positivos (VPR) o sensibilidades y las
razones de falsos positivos (FPR), se puede observar en la Figura 25.
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Figura 25.
Curva ROC

® 1 ROC Curve o *

ROC Curve

True Positve Rate

00 o1 02 03 04 05 08 o7

® P (Document class=NEG)svm2 @ P (Document cass=POSisvm2 @ random

= oo -

Nota.La figura muestra la Curva Roc.Fuente: Elaboracion Propia

Analisis e Interpretacion de la Figura 25

Se puede observar en la Figura 25. La curva ROC de la Ultima iteracién
en el eje “y” la linea de color naranja tiene un area bajo la curva de 0,966 en
porcentajes equivale 96,6 % y este valor es muy cercano a 1, esto quiere
decir que es un valor perfecto.

Luego de realizar la transformacién de los 1000 tweets estos se
encuentran listos para el modelo predictivo, se puede observar en la Figura

26.
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Figura 26.

Entrenamiento del modelo

1000 tweets

Nota.La figura muestra 1000 tweets para entrenamiento del modelo. Fuente:

Elaboracién Propia

Analisis e Interpretacion de la Figura 26

Se puede observar que luego de la transformacioén se identificé del total
de los tweets, al 70 % (700) son positivos, mientras que el 30 % (300) son
negativos.

Se puede observar en la Figura 27. La tasa de error de cada una de las

iteraciones, de cross validation.



Figura 27.

Tasas de error

Error rates - 0c401 - X-Aggregator
ile Edit Hilite MNavigation View
able "default”™ - Rows: 10 Spec - Columns: 3 Properties Flow Variables

Row ID D | Error in % | | Size of Test Set | I | Error Count |
fold 0 3 100 5
fold 1 11 100 11
fold 2 5 100 5 1
fold 3 '8 100 3
fold 4 7 100 |7
fold 5 5 100 5
fold 6 ] 100 E]
fold 7 7 100 7
fold 8 5 100 3
fold 9 6 100 s

Nota.La figura muestra Tasas de error. Fuente: Elaboracion Propia.

Andlisis e Interpretacion de la Figura 27

Luego de que se identificaron 700 tweets positivos y 300 tweets
negativos, ademas de ello se aprecia la tasa de error de cada uno de ellos
generadas en las iteraciones de cross validation.

Se puede observar en la Figura 28. El registro de los valores de las
matrices de confusién de cada una de las iteraciones, también se pueden
observar los porcentajes de exactitudes (Accuracy), los tweets correctamente
clasificados (Correct classified) y los tweets incorrectamente clasificados

(Wrong classified).
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Figura 28.

Matriz de confusion de la iteracion N° 10

Confusion Matrix - O:24 - Scorer {(deprecated)

File Hilite

Document ... MNEG POS
MNEG 25 |5
POS [= 66

Correct dassified: 91
Accuracy: 91%

Cobhen's kappa (<): 0.73<4%%

wwrong dassified: 9
Error: 9%
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Nota.La figura muestra la matriz de confusion de la iteracion Nro. 10. Fuente:

Elaboracién Propia.

Analisis e Interpretacion de la Figura 28

Se puede observar en la Figura 28. Una matriz de confusion de la
iteracion N° 10, estos valores se obtuvieron de cross validation. Los tweets
correctamente clasificados (Correct classified) y los tweets incorrectamente

clasificados (Wrong classified), la exactitud (Accuracy), los errores (Error) y

la kappa cohens (Cohen’s kappa).

o 91 tweets clasificados correctamente (Correct classified).

. 9 tweets clasificados incorrectamente (Wrong classified).

o 91 % tweets de exactitud (Accuracy).

. 9 % tweets de error (Error).

o 0,784 % tweets de kappa de Cohens (Cohen’s kappa).

Se puede observar en la Figura 29. El registro de los valores de cada
una de las iteraciones y sus respectivas exactitudes (Accurracy) y Precision

(Precision), en este caso son 10 iteraciones generadas de cross validation.
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Figura 29.

Determinacion de las métricas de evaluacion en cada iteracion

Collected results - 0:28 - Loop End (deprecated) (Recoger resultados)
File Edit Hilite Navigation View
Table "default™ -Rows: 10 Spec - Columns: 9 Properties Flow Variables

RowID  |[1]Truepositves 1| FalsePo... || | | TrueNegatives (| 1 JFalseNagatives | | D [Rical | D |Prisision | | D |Femeasiad] | D |Aceuracy| | | [foks |
Values#0 67 5 25 3 0.957 0.931 0.944 0.92 0
vaess1 |67 2 28 3 0.957 0.971 0.964 0.95 1
values#2 68 4 % 2 0.971 0.944 0.958 0.94 2
vaues#3 68 4 12 2 0.971 0944 0.958 0.94 I3
values#4 68 3 27 2 j0.971 0.958 0.965 0.95 4
valesS 56 3 |22 - 0543 0892 0517 0.88 s
values#6 [0 6 24 0 1 0.921 0.959 0.94 6
valuess7 63 3 27 7 0.9 0.955 0.926 0.9 7
vaes#8 168 6 2 2 0.971 0.918 0.544 0.92 8
T — i 5 o i T I X S S—

Nota.La figura muestra las métricas de evaluacion de cada iteracion. Fuente:

Elaboracién Propia.

Andlisis e Interpretacion de la Figura 29

Se puede observar en la Figura 29. La determinacién de las métricas
de evaluacién en cada iteracion, los valores se han obtenido de cross
validation.

o 92 tweets clasificados correctamente (Correct classified) en laiteracion

1.

o 8 tweets clasificados incorrectamente (Wrong classified) en laiteracion

1.

° 95 tweets clasificados correctamente (Correct classified) en laiteracion

2.

o tweets clasificados incorrectamente (Wrong classified) en iteracion 2.
° 94 tweets clasificados correctamente (Correct classified) en la iteracion

3.

. tweets clasificados incorrectamente (Wrong classified) en la iteracién 3.
o 94 tweets clasificados correctamente (Correct classified) en la iteracion

4,

. tweets clasificados incorrectamente (Wrong classified) en la iteracion 4.
o 95 tweets clasificados correctamente (Correct classified) en iteracion 5.
. tweets clasificados incorrectamente (Wrong classified) en la iteracion 5.
o 88 tweets clasificados correctamente (Correct classified) en iteracion 6.
. 12 tweets clasificados incorrectamente (Wrong classified) en la iteracién

6.
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. 94 tweets clasificados correctamente (Correct classified) en la iteracion
7.
o tweets clasificados incorrectamente (Wrong classified) en la iteracion 7.
. 90 tweets clasificados correctamente (Correct classified) en iteracion 8.
o 10 tweets clasificados incorrectamente (Wrong classified) en iteracion
8.
o 92 tweets clasificados correctamente (Correct classified) en iteracion 9.
. tweets clasificados incorrectamente (Wrong classified) en la iteracién 9.
o 99 tweets clasificados correctamente (Correct classified) en la iteracion
10.
° 1 tweets clasificados incorrectamente (Wrong classified) en la iteraciéon
10.
Se observa en la Figura 30. Los valores de exactitud (Accuracy) y
Precision (Precision), de las 10 iteraciones generados por el método de cross

validation.

Figura 30.

Cross validation, exactitud(azul) y precisién(rojo)

"7 Line Plot - [m] x

0.95
0.97
0.96
0.95
0.94
0.93
0.92
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0.89
0.88

Fos87

Boss
2oss
0.84
0.83
0.82
0.81
0.80
0.79

078

e o o
I
2o

0.0 0.5 10 15 20 25 30 3s 40 45 5.0 55 60 85 7.0 78 8.0 a5 a0
iteraciones

= Precision = Accuracy

[Re:e{ Apply ~ Close =

Nota.La figura muestra cross validation la exactitud de color azul y la precision de

color rojo. Fuente: Elaboracion Propia



Analisis e Interpretacion de la Figura 30

Se observa en la Figura 30. La linea de color rojo es la precision
(Precision) y la linea de color azul es la exactitud (Accuracy).

Figura 31.

Promedio de valores

Group table - 0:408 - GroupBy (Promedio de los valores)

File Edit Hilite Navigation View
Table "default” -Rows: 1 Spec - Columns: 5 Properties Flow Variables

RowID [ D|Recal (Mean) |D]Recal (Standard deviaton) |[D| Precsion (Mean) | D Preson (Standard devation) | JAcciRacy (MeaA)
lRowO 0.964 0.029 0.942 0.027 0.933

Nota.La figura muestra el promedio de valores. Fuente: Elaboracion Propia

Andlisis e Interpretacion de la Figura 31

Se observa en la Figura 31. El promedio de la media aritmética de la
precision (precision) es 0,942 y el promedio de la media aritmética de la
exactitud (Accuracy) es 0,933. Estos valores se obtuvieron de cross validation

generadas en cada una de las iteraciones, en este caso son 10 iteraciones.

Analisis de los resultados

Luego de haber entrenado el modelo, se hizo la aplicacion del modelo
entrenado a los 5000 tweets.

Se realizé el proceso de recoleccion de datos, preprocesamiento,
transformacion, luego se realiz6 la prediccion utilizando el modelo entrenado

y los 5000 tweets.
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Figura 32.

Aplicacién de 5000 tweets

Total de los 5000 tweets positivo y negativo 2R =

ONEG @FOS

Nota. La figura muestra la aplicacién de 5000 tweets.

Fuente: Elaboracion Propia.

Analisis e Interpretacion de la Figura 32

Se observa que el clasificador identificé del total de los tweets, el 87 %
(4360) representan a los tweets positivos, mientras que al 13 % (640)

representan a los tweets negativos.
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Figura 33.

Matriz de confusion de la Aplicacién de 5000 tweets

Confusion Matrix - 0:514 - Scorer — O g

File Hilite

Document ... NEG POS
IEG 635 _3 152
0s B 1208

Correct dassified: 1,843 Wrong dassified: 3,157
Accuracy: 36.86% Error: 63.14%
Cohen's kappa (k): 0.087%

Nota. La figura muestra la Matriz de confusién de la Aplicacién de 5000

tweets. Fuente: Elaboracion Propia

Andlisis e Interpretacion de la Figura 33

Se puede observar en la Figura 33. Una matriz de la aplicacion de los

5000 tweets. Los tweets correctamente clasificados (Correct classified) y los

tweets incorrectamente clasificados (Wrong classified), la exactitud

(Accuracy), los errores (Error) y la kappa cohens (Cohen’s kappa).

. 1843 tweets clasificados correctamente (Correct classified).



. 3,157 tweets clasificados incorrectamente (Wrong classified).
o 36,86 % tweets de exactitud (Accuracy).
. 63,14 % tweets de error (Error).

o 0,087 % tweets de kappa de Cohens (Cohen’s kappa).

Figura 34.

Gréfico de la poblacién de 879 tweets

Muestra de 879 tweets positivo y negativo ® =

ONES SF0

Nota. Gréfico de la poblacion de 879 tweets. Fuente: Elaboracion propia

Andlisis e Interpretacion de la Figura 34

Se observa que el clasificador identificé del total de los tweets, el 67 %
(587) representan a los tweets positivos, mientras que al 33 % (292)

representan a los tweets negativos.
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Figura 35.

Grafico de Matriz de confusion de 879 tweets de la Muestra

Confusion Matrix - 0:514 - Scorer — O >
File Hilite
Document ... MNEG PQS
NEG 287 [13
POS B 574
Correct dassified: 861 Wrong dassified: 18
Accuracy: 97.952% Error: 2.0498%
Cohen's kappa (k): 0.954%

Nota. Muestra un Grafico de Matriz de confusion de 879 tweets de la Muestra.

Fuente: Elaboracion propia.

Andlisis e Interpretacion de la Figura 35

Se puede observar en la Figura 35. Una matriz de confusion, estos
valores se obtuvieron. Los tweets correctamente clasificados (Correct
classified) y los tweets incorrectamente clasificados (Wrong classified), la
exactitud (Accuracy), los errores (Error) y la kappa cohens (Cohen’s kappa).
. 861 tweets clasificados correctamente (Correct classified).

o 18 tweets clasificados incorrectamente (Wrong classified).



. 97,952 % tweets de exactitud (Accuracy).
. 2,048 % tweets de error (Error).

. 0,954 % tweets de kappa de Cohens (Cohen’s kappa).

Figura 36.

Frecuencia de palabras

]
=z
Il

Grafica Frecuencia de palabras
Frecuencia de palabras

@ Occurrence Count
acces

W Occurrence Count 188

cam

B Cccurrence Count 193
covid19 ——

B Occurrence Count 114

| dosis
| B Occurrence Count 635

justificacion
B Occurrence Count 193

pandemi
B Occurrence Count 352

Testiccion
W Occurrence Count 198
i vacunacion

B Occurrence Count 256
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(Y]
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Nota.La figura muestra Frecuencia de palabras. Fuente: Elaboracién Propia

Andlisis e Interpretacion de la Figura 36

Se puede observar en la Figura 36 la palabra “pandemia” aparece 352
veces, esta palabra genera un sentimiento de miedo, angustia y enojo. El cual
indica que esta palabra pandemia esté relacionado al sentimiento de los
tweets, también esta palabra se emple6 para la busqueda de los tweets es
por esta razdn que aparece mayormente.

La segunda palabra es “Dosis” se repite 635 veces esta palabra genera
un sentimiento de miedo, miedo a la muerte, fatiga y malestar fisico y mental,

esta asociada al sentimiento de los tweets.
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Figura 37.

Nube de palabras

Nota. Nube de palabras. Fuente: Elaboracion Propia

Analisis e Interpretacion de la Figura 37

Se observa en la Figura 37 que las palabras mas frecuentes son:
Pandemia, Dosis, Vacunacioén, presidente, Efecto, Acceso, Espacio, COVID-
19, Vacuna, Crisis, Casa, Mascarilla, Banco, Muerte, Virus, Contagio. Con
respecto a las palabras obtenidas anteriormente se obtiene la palabra
‘Pandemia”. La pandemia de coronavirus COVID-19 es la crisis de salud
global que define nuestro tiempo y el mayor desafio que hemos enfrentado.
La palabra “Dosis” esta asociado a la cantidad de dosis primera, segunda,
tercera y cuarta dosis que se aplica a las personas contra la COVID-19. La
palabra “vacunacién” esta asociado a la campafia de vacunacién para
mayores de 12 afnos. La palabra “presidente” hace referencia al gobierno que
toma decisiones en epidemia de COVID-19. La palabra “Efecto” hace
referencia a Los efectos de la COVID-19 en la salud de las personas. La
palabra “Acceso” hace referenciaal acceso restringido a los usuarios ya que
no recibiran visitas debido a que en estos lugares se encuentran personas
vulnerables de la enfermedad de Coronavirus. La palabra “espacio” esta
asociado a los lugares donde se vacunara contra la COVID-19. La palabra

COVID-19 este asociado al aumento de casos positivos de COVID-19. La
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palabra “vacuna” esta asociado vacunas seguras y eficaces para poner fin a
la pandemia de COVID-19. La palabra “Crisis” esta asociado la mayor crisis
econdmica y sanitaria que Peru ha enfrentado en los Gltimos afios. La palabra
“Casa” este asociado a la COVID-19 es muy contagioso y se extiende por
todo el pais, la Unica manera de contenerlo es que todos nos quedemos en
casa para protegernos de la enfermedad. La palabra “Mascarilla” esta
asociado a que son muy utiles para evitar el contagio del virus de la COVID-
19. La palabra “Banco” hace referencia a los peruanos deben presentar el
certificado de la vacuna de anticovid en los Bancos para evitar contagios de
COVID-19. La palabra “muerte” hace referencia a la muerte por COVID-19.
La palabra “virus” hace referencia a la enfermedad COVID-19 que infecta a
persona de cualquier edad. La palabra “contagio” esta asociado a lavese las
manos con agua y jabon antes de comer y después de toser para prevenir el
contagio del coronavirus.
e Resultados del trabajo de estadistica inferencial

Comparaciéon de la Aplicacion de 5000 tweets y la muestra de 879

tweets. tal como se puede apreciar en los graficos.
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Total de los 5000 tweets positivo y negativo 3 Muestra de 879 tweets positivo y negativo
@NEG @POS

[ T T

¢ Hipétesis Especifica Variable Dependiente

Con relacién a la variable dependiente son los resultados clasificar el
sentimiento de los tweets relacionados a la pandemia de COVID-19.

Para demostrar el clasificar el sentimiento de los tweets relacionados a
la pandemia de COVID-19. de acuerdo a los resultados, se planteé la prueba
de hipotesis nula:




a. Hipotesis nula
Ho: El clasificar el sentimiento de los tweets relacionados a la pandemia
de COVID-19. Segun la poblacion de la aplicacién de 5000 tweets y 879

tweets no tienen los mismos resultados.

HO:xAplicacién # uMuestra

b. Hipotesis alterna
H1: El clasificar el sentimiento de los tweets relacionados a la pandemia
de COVID-19. Segun la poblacion de la aplicacién de 5000 tweets y 879

tweets tienen los mismos resultados.

H1:xAplicacion = uMuestra

C. Nivel de Significancia

Para una poblacién de 879 tweets, el estadistico mas conveniente es la

prueba Z. Para un valor de significancia de a=0,02 o0 2 % de error.

o= 0,02 =2 %y GL = 878

d. Se utiliz6 la distribucion t

t x=t0,02 = —540,987 y 540,987

Zona de rechazo y regla de decision:

Se uso el estadistico de prueba para n=879; n < 30; Donde n=879 es el

nimero de caracteristicas de un dataset;
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e. Estadistica de Prueba

5000 — 879
~ 225,844969497
V879

t1 = 540,987.

t1

Se ha usado los datos proporcionados por la gréafica en el remplazo de
la ecuacién y el diagrama con las zonas de rechazo laterales derecha e

izquierda, el nivel de significancia y t1.:

RiA { By )

RR [ Hy) RR [ Hy)
% k

. 11=540987 .4 £40987 t0=-540987

Luego de realizada la prueba estadistica, rechazamos la Hipétesis nula
por lo tanto se acepta la Hipotesis alterna, asi que clasificar el sentimiento de
los tweets relacionados a la pandemia de COVID-19. Tiene las mismas
caracteristicas estandar de los tweets “Aplicacion” de analisis de opinién de
Twitter, por lo que es adecuado para utilizarla en modelos de clasificacién de
texto. tal como se puede apreciar en el grafico.

e Con respecto a la hipotesis especifica 02:

Calcular porcentaje de aciertos de la herramienta empleada para la

realizacion de mineria de textos.

Se planteo la siguiente hip6tesis estadisticas:

a. Hipotesis Nula

HO: Calcular porcentaje de aciertos de la herramienta empleada para la
realizacion de mineria de textos. Segun la Exactitud (Accuracy) de la
Aplicacion de los 5000 tweets es menor a la exactitud de (Accuracy) de la

muestra de 879 tweets.

HO: xAplicaciéonEx < uMuestraExa



b. Hipoétesis Alternativa

H1: Calcular porcentaje de aciertos de la herramienta empleada para la
realizacion de mineria de textos. Segun la Exactitud (Accuracy) de la
Aplicacién de los 5000 tweets es mayor a la exactitud de (Accuracy) de la

muestra de 879 tweets.

H1:xAplicacionEx > uMuestraExa

C. Nivel de Significancia

Se eligié el nivel de significancia de 0,05 0 5 % de error

x=0,05=5%

d. Se utiliz6 la distribucion Z

Z x=70,05=29,5

e. Zonaderechazo y reglade decision

Se uso el estadistico de prueba para n =879; n > 30 segun la ecuacién

(12).
f_
7z =2k (12)
vn
f. Estadistica de Prueba
_ 1843861 o 99322
=7 295 7%
V879

Se empled los datos proporcionados por las figuras en el remplazo de

la ecuacion. tal como se puede apreciar en la figura 38 y figura 39.
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Figura 38.
Matriz de confusion de la Aplicacién de 5000 tweets
Confusion Matrix - 0:514 - Scorer — O >
File Hilite
Document ... NEG POS
EG 635 3152
ros 5 1208

Correct dassified: 1,843 Wrong dassified: 3,157
Accuracy: 36.86% Error: 63.14%

Cohen's kappa (k): 0.087%
Nota. Matriz de confusion de la Aplicacién de 5000 tweets.

Fuente: Elaboracién Propia
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Figura 39.
Grafico de Matriz de confusion de 879 tweets de la Muestra
Confusion Matrix - 0:514 - Scorer - O >
File Hilite
Document ... NEG POS
NEG 287 13
POS 5 574

Wrong dassified: 18
Error: 2.048%

Correct dassified: 861
Accuracy: 97.952%

Cohen's kappa (k): 0.954%
Nota. Grafico de Matriz de confusién de 879 tweets de la Muestra. Fuente:

Elaboracién propia.

Y el diagrama de zona de rechazo derechay el nivel de significancia es

igual:

RAlHy? RR (Hy )

"7 2)229.52,-986.99322




Posterior de realizada la prueba estadistica, rechazamos la Hipotesis
nula por lo tanto se acepta la Hipotesis alterna, asi que la exactitud de la
Aplicacion es menor a la exactitud de la muestra de 879 tweets: por lo tanto,
el desemperio es adecuado. tal como se puede apreciar en el gréfico.
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CAPITULO V: DISCUSION

5.1 Discusion

e Discusiéon 1

Segun Paez y Monroy, en su proyecto denominado “Implementacién de
un modelo de andlisis de sentimientos con respecto a la Jurisdiccion Especial
para la Paz (JEP) basado en mineria de datos en Twitter’, su trabajo de
investigacion midio el desempefio de los algoritmos Random Forest, Maquinas
de Vectores de Soporte y Naive Bayes. Y como resultado se obtuvo que el
algoritmo Random Forest tiene una mayor prediccion. La determinacion de las
métricas es de 74,56 % de precision, la exactitud es 70,15 %, recall es 70,15 %
y con F1-Score de 68,10 %.

Ademas, se concluye que el tiempo estimado para la extraccion de los
tweets, la mejor herramienta es “R” segun su proyecto.

Conforme a la investigacion realizada, luego de haber realizado la
extraccion de los tweets en la plataforma Knime Analytics, se puede observar
los tiempos de extraccidon en minutos y la cantidad de tweets, esto se puede

observar en la Figura 40.

Figura 40.

Tiempos de extraccion en minutos

Tiempo de extraccion

9000
8000
7000
6000
5000
4000
3000
2000
1000

Numero de tweets

1 2 3 4 5 5] 7 E:] E
Tiempo de extraccion(minutos)

H tiempo minutos cantidad de tweets

Nota. Tiempos de extraccion en minutos. Fuente: Elaboracion propia
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En efecto, mi investigacion y el proyecto de Paez y Monroy, llega a
resultados cercanos haciendo uso de algoritmos mas idéneos para el contexto
requerido, a la vez la extraccién de los tweets, se usan herramientas al igual de
acordes y se desarrollan para un uso eficiente. En mi caso el tiempo de

extraccién es optima.

e Discusién 2

Segun Mamani Coaquira, en su articulo denominado “ldentificar
Sentimientos en Cuarentena por la COVID-19 mediante Clasificador Léxico y
Aprendizaje Supervisado”, concluye indicando la necesidad de publicar
informacion relacionado al aislamiento social, estas informaciones deben estar
relacionadas con las palabras positivas o negativas conseguidos en esta
investigacion.

Ademdas, Mamani Coaquira concluye que el clasificador Léxico de
palabras y el DLLE3 ayud6 al algoritmo de clasificacion Maguinas de Vectores
de Soporte a mejorar la precisién hasta un 91,5 %, y si se opera con mas datos
conseguiria mejorar la clasificacion. A través de evaluaciones nos da por
entender que el algoritmo Maquinas de Vectores de Soporte empleando Python
y Knime Analytics tiene mejor clasificacion para datos de sentimientos,
asimismo al emplear analisis Iéxico permite comprender mejor el contexto de
las frases.

Asimismo, conforme a la presente investigacion, después del
experimento de clasificador Maquinas de Vectores de Soporte en el software
Knime, se obtuvo una exactitud media del 93,3 % y una precisiéon media del
94,2 %, mientras que en la aplicacién del modelo predictivo de los 5000 tweets
relacionados a la pandemia COVID-19 se logré el 87 % de tweets positivos y el
13 % negativos.

En efecto, se puede destacar que mi investigacion y el articulo de
Mamani Coaquira son semejantes ya que su proyecto se realizé acerca del
COVID-19 con la distincion de los afios. Por otra parte, puedo sefialar que mi
Exactitud y Precision son ligeramente mas altos ya sea por una extraccion de

datos més asertiva y por el desarrollo del algoritmo mas efectivo.
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e Discusion 3

Segun Poma Pancaya, en su tesis denominada “Analisis del
comportamientode los Tweets, de la participacion electoral de los principales
candidatos a la presidencia del Pert utilizando mineria de textos en el afio
2016".

El candidato Pedro Pablo Kuczynski Godard en la primera vuelta obtuvo
58,2 % tweets positivos y 41,8 % tweets negativos. El 47,3 % tweets positivos
y 52,7 % tweets negativos en la segunda vuelta. La candidata Keiko Sofia
Fujimori Higuchi en la primera vuelta de la obtuvo 52,4 % tweets positivos y
47,6 % tweets negativos. De igual manera el 47,5 % tweets positivos y 52,5 %
tweets negativos en la segunda vuelta.

Para determinar el comportamiento de los dos candidatos
presidenciales, desarrollo un clasificador de sentimientos empleando el
algoritmo Naive Bayes.

El candidato Pedro Pablo Kuczynski Godard se obtuvo el 88,2 % de
tweets negativos y 85 % de tweets positivos. Para la candidata Keiko Fujimori
Higuchi el 86,7 % de tweets negativos y 90,6 % de positivos. De esta forma
calculé el porcentaje de aciertos con la herramienta usada de mineria de textos.

Ademdas, Poma Pancaya explica la mayor cantidad de tweets se
encuentra en dias del debate presidencial, a través de la herramienta empleada
para mineria de datos, y de acuerdo con la investigacion realizada, se observé
gue el dia 3 de abril habia menos cantidad de tweets, debido a que estamos en
el fin de la tercera ola de la pandemia en el Perq, esto se puede apreciar en la

Figura 41.
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Figura 41.

Ejemplo de cantidad de tweets 3 de abril del 2022

MNumere de tweets por fecha 3 de abril

40

3

FPOSITIVOS NMEGATIVOS
Dd 2022 30452022
Nota. La figura muestra un ejemplo de cantidad de tweets 3 de abril del

2022.Fuente: Elaboracién propia.

En efecto, se puede expresar que el desarrollo de la investigacién
realizada y del trabajo de tesis de Poma Pancaya, llega a un resultado cercano,
aungue el uso del algoritmo difiere, usando Maquinas de Vectores de Soporte
en la presente investigacion y la contraparte usando el algoritmo Naive Bayes.
Pero debido a las mismas métricas e iteraciones, podemos reconocer las

mismas matrices que determinan la veracidad de los resultados.

e Discusion 4

Segun Condor, Loa, Huarcaya y Castro, en su Actas del Ill Congreso
Internacional de Ingenieria de Sistemas denominado “Mineria de datos en
Twitter: Analisis del sentimiento del desempleo en la poblacion hispanohablante
en tiempos del COVID- 197, en su trabajo de investigacion como resultado
obtuvo seis mil tweets expresados por los usuarios, los términos que mas
aparecen son “desempleo” 5998 coincidencias, “pobreza” 704 coincidencias,
‘pandemia” 637 coincidencias, “pais” 521 coincidencias, “economia” 468
coincidencias, “trabajo” 408 coincidencias ,esto quiere decir que estos términos
se encontraban en los textos de los tweets. Su resultado es el 79,21 % posee
sentimiento neutral, el 19,42 % posee sentimiento negativo y 1,37 % posee

sentimiento positivo.



96

Asi mismo, de acuerdo con la investigacion realizada, luego de haber
realizado el preprocesamiento de los tweets, se observé que hubo con mayor

frecuencia la palabra “dosis” 635 veces, se puede observar en la Tabla 7.

Tabla 7.

Palabras Frecuentes

Palabras Cantidad
Acceso 188
Pandemia 352

COovID19 114

Dosis 635
Vacunacion 256
Restriccion 198

Nota.La tabla muestra las palabras mas frecuentes. Fuente: Elaboracion

Propia

En efecto, se puede expresar que el desarrollo de la investigacion
realizada y del trabajo de Condor, Loa, Huarcaya y Castro, tienen una
semejanza en la obtencion de frecuencia de palabras como una métrica notable
para determinar la relacién con la basqueda, en esta investigacién es acerca
de la pandemia como tema principal. Asi mismo, se obtiene las palabras

relevantes para la recoleccion de datos y desarrollo de esta investigacion.



CONCLUSIONES

Se logré analizar el comportamiento de los tweets relacionados a la
pandemia de COVID-19 en el Perl empleando mineria de textos de manera
correcta, obteniendo como resultados el 87 % de positivos y el 13 % de tweets

negativos.

Se logr6 elaborar un clasificador de sentimientos de los tweets
relacionados a la pandemia de COVID-19 de forma correcta, obteniendo como
resultados el 70 % como tweets positivos y 30 % como tweets negativos.

Se logré calcular el porcentaje de aciertos de la herramienta empleada
para la realizacion de mineria de textos de manera correcta, obteniendo como
resultados, la exactitud (Accuracy) del 36,86 % de la Aplicacién de 5000 tweets
y la exactitud (Accuracy) del 97,952 % de la muestra de 879 tweets.

Esta investigacién tuvo como objetivo calcular el porcentaje de aciertos
de la herramienta empleada para la realizacion de mineria de textos. de forma
correcta, obteniendo como resultados, con kernel polinomial la exactitud
(Accuracy) del 93 %, con kernel hipertangente la exactitud (Accuracy) del 91 %
y con el kernel funcién de base radial la exactitud (Accuracy) del 92 %. Segun
las evaluaciones del tipo de kernel muestran que el tipo de kernel polinomial
tiene mejor rendimiento para la clasificacion para tweets de sentimientos.
Asimismo, se concluye que el tipo de kernel polinomial ayudo a mejorar al
algoritmo de clasificacion SVM hasta un 99 % de exactitud (Accuracy). Al
analizar el algoritmo de clasificacién SVM ha demostrado cémo el tipo de kernel
optimiza el rendimiento de SVM en los clasificadores de esta investigaciones el
POLINOMIAL.

Al analizar los diferentes algoritmos de clasificacion ha demostrado como
el tipo de tipo de algoritmos para clasificacion puede influir en el rendimiento
del algoritmo. Asimismo se concluye utilizando el algoritmo SVM, obteniendo
como resultado 95 % de exactitud (Accuracy), para el algoritmo Decision tree
obteniendo como resultado 97 % de exactitud (Accuracy) y para el algoritmo

Naive Bayes obteniendo como resultado 30 % de exactitud (Accuracy).

Con los resultados obtenidos de los tweets positivos y negativos, el
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modelo predictivoes util para investigadores y profesionales que tienen
objetivos de contribuir en futuras emergencias para que tomen medidas de

prevencién respecto al COVID-19.

En definitiva, la presente investigacion ayuda a contribuir a la toma de
decisiones en el aspecto socioecondmico, sector publico y en nuestra
comunidad en general para el desarrollo del campo investigativo del Peru, ya
gue concluye con resultados que puede contribuir para determinar medidas con
relacion al COVID-19. Se desea que se interpreten estos resultados para el
desarrollo de investigaciones de diferentes areas como en el sector de Salud,

Educacion, Informacion, etc.
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RECOMENDACIONES

Se recomienda particionar el conjunto de tweets que se utilizara depende
del algoritmo, porque cada uno de estos algoritmos tienen distinto
funcionamiento. Analizar el comportamiento de los tweets relacionados a la
pandemia de COVID-19 en el Pert empleando mineria de textos, con el objetivo
de obtener mejores resultados el 87 % de positivos y el 13 % de tweets

negativos.

Se recomienda realizar la comparacion de los algoritmos y que se puedan
implementar con metodologias porque hay algoritmos que no predicen
correctamente y tienen bajo rendimiento con respecto a la exactitud (Accuracy).
También realizar un clasificador de sentimientos de los tweets relacionados a
la pandemia de COVID-19 prediciendo de forma correctamente clasificados
como resultados el 70 % como tweets positivos y 30 % como tweets negativos.

Implementar una particion con Cross Validation de k iteraciones y un
particionamiento de training y test para identificar como cambian los resultados.
Se logré calcular el porcentaje de aciertos de la herramienta empleada para la
realizacion de mineria de textos de manera correcta, obteniendo como
resultados, la exactitud (Accuracy) del 36,86 % de la Aplicacién de 5000 tweets

y la exactitud (Accuracy) del 97,952 % de la muestra de 879 tweets.

Se recomienda para la clasificacion del algoritmo SVM el tipo de kernel
Polinomial porque ayudd a mejorar la clasificacion de tweets de sentimientos
un 99 % de exactitud (Accuracy). calculdé el porcentaje de aciertos de la
herramienta empleada para la realizacion de mineria de textos. de forma
correcta, obteniendo como resultados, con kernel polinomial la exactitud
(Accuracy) del 93 %, con kernel hipertangente la exactitud (Accuracy) del 91 %

y con el kernel funcion de base radial la exactitud (Accuracy) del 92 %.

Implementar los diferentes algoritmos de clasificacion para luego realizar
una comparacion del rendimiento del algoritmo. Asi mismo se concluye
utilizando el algoritmo SVM, Decision tree y Naive Bayes, obteniendo como
resultado 95 %, 97 % y 30 % de exactitud (Accuracy).

Estudiar los resultados obtenidos usando la curva ROC.
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Adaptar el modelo de clasificacion para trabajar con otras redes sociales.

Incorporar los emoticones obtenidos de la consulta “Pandemia” en los tweets.
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de los tweets relacionados a la pandemia
de COVID-19?

sentimientos de los tweets relacionados
a la pandemia de COVID-19 en el Perdq,
afio 2022.

sentimientos de los tweets relacionados
a la pandemia de COVID-19.

2. ¢(Cudl es el porcentaje de aciertos de
la herramienta empleada para la
realizacion de mineria de textos?

- Calcular el porcentaje de aciertos de la
herramienta usada para la
realizacion de mineria de textos.

- Se podra calcular el porcentaje|

de aciertos de la herramiental
empleada para la realizacion de|

mineria de textos.

Andlisis del
comportamiento
de los tweets.

- Porcentaje de

tweets positivos

ANEXOS
Anexo 1.
Matriz de consistencia
INTERROGANTE DEL PROBLEMA OBJETIVOS HIPOTESIS VARIABLES INDICADORES METODOLOGIA
Interrogante general Objetivo general Hipétesis general Variable Tipo de
¢Como es el comportamiento de los | Analizar el comportamiento de los | Se podra analizar el comportamiento de independiente investigacion
tweets relacionados a la pandemia de | tweets relacionados a la pandemia de | los tweets relacionados a la pandemia Nimero de Correlacional.
COVID-19 en el Pert empleando mineria | COVID-19 en el Perd empleando | de COVID-19 en el Peri empleando | wmineria de
tweets para ser
de textos, afio 2022? mineria de textos, afio 2022. mineria de textos,2022. . i
textos. analizados. Nivel de
investigacion:
- Rendimiento .
Comprensivo
del algoritmo.
-Eficiencia de Disefio de
algoritmo. S
Investigacion:
Documental.
Interrogantes especificas Objetivos especificos Hipotesis especificas Variable
1. ;Coémo clasificar el comportamiento | - Elaborar un clasificador de | - Se podra elaborar un clasificador de dependiente Poblacién:

La poblacion esta
constituida por el
conjunto de tweets
publicados por las
personas del Peru
que interactlian
con el Twitter
relacionados a la
pandemia COVID-
19.
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3. ¢(Cudles seran los resultados
obtenidos por la herramienta empleada
para mineria de textos?

- Analizar los resultados obtenidos por la|
herramienta usada para mineria de
textos.

Porcentaje
de tweets

negativos.

Muestra:
Por conveniencia.
Técnicas:
Recopilacion de datos.
Instrumentos:

-Plataforma de Knime|
IAnalytics.

-API de Twitter.
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Anexo 2.

Procedimiento de la configuracion de los nodos. Clasificacion de documentos:
Implementacion de modelos

Configuracion: Nodo CSV Reader
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Nota. En el Nodo CSV Reader cargamos el archivo de 1000 tweets
Aplicamos y ya esta listo para visualizar los datos.



e Configuracién: Nodo Excel Reader

Dnicy - 070 - Dimcw amounr

™
I Il T PR IS S ———
et cesen

Bewml b Lica =
el & P e

L] A U S W

e
W Sy et e = e
L
e bl ol ruiee I e ey T e A
L

) o e . 5 () s i . G, N, T

T urtlar ey i e 1 e ey sl el 1 i B e e 1P il e e |

N el e

[

LR Lot T oty v D e e
e wra

et e s o T e i vy e o

Poars g Castaet
Erar b e w

W = ot s s S T Y DN e P M SRS T

o
st
LT
=t -

-
b
an

111

Nota. En el Nodo Excel Reader sirve para leer y cargamos el archivo

stopwords.xlIsx, estas son palabras como articulos, preposiciones, palabras que

no ayudan a la investigacion aplicamos y aceptamos.

Configuracion: Nodo String to Document

Dhaley - 07 « Stsinga 10 Decurnent (Converte cadenss) - Q x
Fie

Cotom | Fow Varabies Memory Puicy

Toe ~

) Column () Row D (@) Bvpty stng

e 1§ Sarvtem
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At (S Tet -
Decumert source
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oK Leply Cancel




112

Nota. En el Nodo String to Document (Cadenas para documentar) seleccionamos
Text, seleccionamos la categoria sentiment, tokenization seleccionamos en
espafiol. aplicamos y aceptamos. Este nodo sirve para convertir cadenas en

Documentos. Para cada fila se creara un documento.

e Configuracion: Nodo Column Filter

Dialog - 66 - Colurnn Filter (Excluye todas las columnas)

File

Column Fifter | Fiow Variables  Memory Poley

.i. Manual Selecthon 'F) Wikdcard Riegex Selection |:_‘, Type Selection
r Exclude Include

Y e T
7| Index ] 3 & Document

5| Time

8 | User - Location »
5 | Text

5 | Sentiment £

€«

(®) Enforce exduson () Enforoe indusion

QK Apply Cancel ?

Nota. Este Nodo Column Filter sirve para filtrar columnas, excluye todas las columnas

y solo incluye la columna Document aplicamos y aceptamos.

e Configuracion: Nodo Extract Table Dimension

Dialog - 0:66 - Extract Table Dimension (Ext.. — 0 X |

File
Flow Variables |Memory Pokvi

Select memory policy for data outport(s)

(@) Cache tables in memory.
(O Wirite tables to disc.

oK Apply Cancel ?

Nota. El Nodo Extract Table Dimension (Extraer dimension de la tabla) sirve para

extraer el numero de filas y columnas de una tabla. Aplicamos y aceptamos.
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e Configuracion: Nodo Java Edit Variable
Dalog - (67 - Jares B9 Variable (Compute minimun) - o =
File
Jova S0t | adctorel Lbvanes  Addbonal Burdes Tempistes Fiow Varabies
Fioew Variable List e e -
1| Mamber Cokamrs 14 S
i Pumber Roees 153 /¢ systes varlables
(8" e mrbanace Vour Cusio® varlables
TR yoar 250 A
out_MindusberOflocuments = (int){{double)v_Masberfows 7 109.00;
v
Tt
Flom 7 aratle Saren Type Jarva Fele Audel|
~
|| At Rt Irvteger w Murmbserflows
..'
Regiace Figes 'dariabie NME Teme Twva Type e Pl add
it b T eI s pait_Mirbimber HDmenis
] [ T =
851 Fun pript during node configuration
) Fan ponpt dluring nodle ensoustion
oK Apply Cancd | (T

Nota. El Nodo Java Edit Variable (Variable de ediciébn de Java) realiza el calculo

divide namero de filas entre 100 y da un resultado. Aplicamos y aceptamos.



e Configuraciéon: Nodo Punctuation Erasure

Dialog - 0629 - Punctuation Erasure

File

Pt - .

Document column Document

[ tprore unmodifisbie fisg

Replace column Append column: | Freprocessed Document

0K Apply Cancel
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Nota. El Nodo Punctuation Erasure (Borrado de puntuacién) elimina todos los

caracteres de puntuacion de los términos contenidos en

los documentos,

seleccionamos la columna Documento y reemplazamos la columna con el mismo.

Aplicamos y aceptamos.

e Configuracion: Nodo Number Filter

Dialog - 0:30 - Number Filter
File

Preprocessing wam: Flow Variables Memory Poicy

Fitering mode
(®) Filter terms representing numbers
(O Filter terms containing numbers

OK Apply

Cancel

Nota. EI Nodo Number Filter (Filtro de nimero) elimina todos los nUmeros contenidos

en el documento.
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e Configuracion: Nodo N Chars Filter

Dialog - (31 = W Chars Filter - O =

|
File

Preprocessing | FIDE OPRONS | Flow Varisbles  Memory Pollcy

H Chars bF

oK Epply Cancel

Nota. Nodo N Chars Filter (Filtro de caracteres N) elimina palabras que contengan 2

caracteres.

e Configuracion: Nodo Stop Word Filter

Dialog - 0459 - Stop Word Filter O x
File
Preprocessing | Fiter 0D00NS | Flow Variables  Memory Polcy
4] Use bultn st Stopword Ists | Spanish
] Use qustom st Swpwordcoumn | S [de v
(] Case senatve
oK Apply Cancel

Nota. El Nodo Stop Word Filter (Filtro de palabras de detencién) seleccionamos una
lista de palabras vacias integradas en espafiol y hacer check y personalizamos otra

lista de palabras vacias que es un archivo stopwords.xIsx. Aplicamos y aceptamos.
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e Configuracion: Nodo Case Converter

Dialog - 0:33 - Case Converter - O X

| File

Preprocessing Converter options Flow Variables Memory Polcy
Case %o convert to
(®) Tolower case () To upper case

oK Apply Cancel

Nota. EI Nodo Case Converter (Convertidor de casos) convierte caracteres a

mindsculas. Aplicamos y aceptamos.

e Configuraciéon: Nodo Snowball Stemmer

Dialog - (34 - Snowball Stemmer — O w

Fale

Preprocessing | Stemimer Wm Flow Variables Memory Policy

Snowbal Stemmer | Spanich s

OK Apply Cancel

Nota. El Nodo Snowball Stemmer (Talador de bolas de nieve) reduce una palabra a
su palabra base o raiz de modo que las palabras similares se encuentren en la raiz

comun. Seleccionamos el idioma espafiol. Aplicamos y aceptamos.
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¢ Configuracion: Nodo Bag Of Words Creator

Dialog - 0:68 - Bag Of Words Creator (Crear bolsa) = O X
File
Optons | Flow Variables Memory Poicy
Document column | BB Document + Term column Term
(®) Manual Selection () Wikdcard Regex Selection () Type Sedection

r Exclude r incude
N Document
»
<
«

(®) Enforce excusion (O Enforce indusion
oK Apply Cancel ?

Nota. El Nodo Bag Of Words Creator (Creador de Bolsa de Palabras) crea una bolsa
de palabras de un conjunto de documentos. Una Bolsa de palabras consta de una
columna que contiene los términos que aparecen en el documento. Seleccionamos

el Documento aplicamos y aceptamos.



118

e Configuracion: Nodo Term to String

Dialog - 0:8 - Term To String (Convert terms) - O x
File

‘Options | Flow Variables Memory Policy

Term Column T Term -

0K Apply Cancel (7]

Nota. EI Nodo Term to String (Término a cadena) convierte los términos de una
columna en cadenas y adjunta una nueva columna con estas cadenas. se pierden

las etiquetas de los términos. Aplicamos y aceptamos.

e Configuracion: Nodo GroupBy

Dhaicng - 39+ Gromuplly (Bhy berrrs: [=] "
™
letron Demrplor. e Verabies  Mery Poly
A e Aogregeion  Fet Besed dopregaton  Trpe Bened Agrromior
D TR
el OO — - Crmg L)
T T

(8] » 8 Temm Savg

Bt e
Lo ey e orgral ramell " " Vrualei Vel  Bmia ey || B e e

g e v o gD 000§ Filar eyl

Nota. EI Nodo GroupBYy (Agrupar por) Agrupa las filas de una tabla por los valores

anicos en columnas del grupo seleccionado. Aplicamos y aceptamos.
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Configuracién: Nodo Tag Cloud

Daalog < 0379 - Tag Cloua - O
File

Cotors | Daplay Interacthvdy Flow Varables Memory Polcy

Gerer sl Optors

No, of Bage 10 daclay: 2905
£ ODwplay marrwngs n view  £] Report on ssng velues
£ Creste mage ot cutport

Tites

g column

S Term 23 Savg

£ Aouregene tags

e o

| | Dacument

] e row woe property

View and mage sres
WAt of view image (n o)

raght of vew/mage (n o)

] Restre view %o M wndow 7] Dusplay &4 screen button

Agply Cancel

Nota. El Nodo Tag Cloud (Nube de etiquetas) Muestra una vista de nube de etiquetas

seleccionamos términos como cadenas y la cantidad de etiqueta es 250. OK.



e Configuracion: Nodo Row Filter

Do - 090 « Row Fimer (Keep onfy terond

Foe
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Nota. ElI Nodo Row Filter (Filtro de fila) hace filtrado de filas segun ciertos criterios.

Mantiene términos que aparezcan en un nimero minimo de documentos. Aplicar y

aceptar.

e Configuracion: Nodo Reference Row Filter

File

| Reference columns

Dialog - 0:11 - Reference Row Filter (Filter bag of)

Memory Policy

Data table column: [S|TermasString

Reference table column: |8 Term asString

Indude rows from reference table
(® Indude rows from reference table

() Exclude rows from reference table

OK Apply Cancel

&)

e

Nota. El Nodo Reference Row Filter (Filtro de fila de referencia) filtra filas de la
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primera tabla utilizando la segunda tabla como referencia, Bolsa de palabras filtrado.

Aplicamos y aceptamos.

e Configuraciéon: Nodo TF

Dialog - 0:12 - TF (Frecuencia relativa) . O *

File

Document Col | TF UDU‘D"IS Flow Variables Memory Policy

[] Relative frequency

OK Apply Cancel

Nota. El Nodo TF Calcula la frecuencia relativa del término (TF) de cada término
segun cada documento y afiade una columna que contiene el valor de TF. aplicamos

y aceptamos.
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¢ Configuraciéon: Nodo Document Vector

Dialog - 0:292 - Document Vector (Create bit vectors) — O X
File

1 Options: Flow Variables Memory Policy

Document column | &) Document
Ignore tags
Bitvector

yector value @—*lc

[[] As collection cell

OK Apply Cancel (7

Nota. EI Nodo Document Vector (Vector de documento) Crea vectores de bits para

documentos. aplicamos y aceptamos.

e Configuracion: Nodo Category to Class

Deadang - E2TS - Categony To Cladd (ExXrbet sanbifen]

| File

Cobord | Flow varisbles  Memory Poley

Bocument column | [B) Doament

oK Apply Cancel

Nota. El Nodo Category to Class (Categoria a clase) Excluye la columna sentiment,
sirve para agregar una columna de clase (cadena) a cada fila que contiene una celda

de documento. El valor de la clase es la categoria del documento como cadena.

Aplicamos y aceptamos.
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e Configuracién: Nodo Color Manager

DA « 0276 « Comoe Manager 10k By sentrrent -
e

Colir Set3rgs | Flow varabies  Memery Pokcy
Sewct we Comn
8 Oocumest does

& Mo

|
o

Bseties s v 15, RE CUX fohe
DSets
IEEEE
D set2

O Set 3 (colorbing safe)

® Custern

Nota. El Nodo Color Manager (Administrador de color) colorea cada categoria verde
para positivo y rojo para negativo se asigna a columnas nominales. Aplicamos y

aceptar.

e Configuraciéon: Nodo Column Filter

Dialog - (:363 - Column Filter - () X
File
Column Fiter | Fiow Variables - Mesmory Polcy
(@) Manual Selection () WidcardRegex Selection () Type Selection
r Exclude r Indude
Y Fite Y e
Document N D] adrianatudelag A
D/ ayer
D present
» D/ habea
D! corpu
< D! busca
D! dejar
« D/ efecto
D exigenca
D camn S
L
(®) Enforce exdusion (O Enforce Indusion
oK Apply Cancel 6

Nota. EI Nodo Column Filter (Filtro de columna) filtra las columnas de la tabla
mientras que solo las columnas restantes se pasan a la tabla. Aplicamos y

aceptamos.



e Configuracion: Nodo X-Partitioner

Dialog - 0:397 - X-Partitioner (Particionamiento)

File

Standard settings | Flow Variables Memory Policy

Number of validations 105
Linear sampling C
Random samping C
Stratified samping ®
Class column S Documentdass

[T]Random seed

Leave-one-out '®)

OK Apply Cancel
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Nota. ElI Nodo X-Partitioner (X-particionador) es un bucle de validaciéon cruzada. Al

final del bucle debe haber un agregador X para recopilar los resultados de cada

iteracién. En este caso sera 10 iteraciones. Aplicamos y aceptamos.

e Configuraciéon: Nodo SVM Learner

Dialog - (:361 - SVM Learner -

| File

Opbons | Flow Varisbles
| Class column S | Document dass
‘ Overlapping penalty: 1.0 %
Choose your kernel and parameters:
(®) Polynomal Bas  1.0/9
Power 0% Gamma 109
() ryperTangent
aopa
delta
() reF
soma
oK Apply Cancel

Nota. EI Nodo SVM Learner (Aprendiz de SVM) entrena una maquina de vectores de

soporte con los datos de entrada. Posee varios nudcleos diferentes estos son:

HyperTangent, Polynomial y RBF. El alumno de SVM permite problemas de multiples
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clases y calcula el hiperplano entre cada clase. Elegimos el tipo de kernel Polynomial

Aplicamos y aceptamos.

e Configuracion: Nodo SVM Learner

Dislog - 0548 - SYM Leamer O *
Fle
Cpoons | Flow Yarables
Ques ol | § | Document dast
Overlagong penaity: 0
Choose your kermed and perameters:
*) Palyromd s
Power Garvea
®) HyperTangent
acoa 5
deina L3
D ReF
gme
oK Apply Cancel

Nota. El Nodo SVM Learner (Aprendiz de SVM) entrena una maquina de vectores de
soporte con los datos de entrada. Elegimos el tipo de kernel HyperTangent Aplicamos
y aceptamos.
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e Configuracion: Nodo SVM Learner

Dialog - 0548 - SYM Learmer - o X
File
Optors  Flow Varsbles
Class column 8 | Document dass
Overlapping penalty: 1.0 -5~
Choose your kernel and paraneters:
(O Polynomal Savs
|
Power Gamma
O HyperTangent
kappa
-
delta b
Ol I
sgna 0.1:%
oK Apply Cancel £

Nota. EI Nodo SVM Learner (Aprendiz de SVM) entrena una maquina de vectores de

soporte con los datos de entrada. Elegimos el tipo de kernel RBF Aplicamos y
aceptamos.

e Configuracion: Nodo SVM Predictor

Dialog - 0:362 - SVM Predictor = O x
File

[] Change prediction column name
Prediction (Document dass)

[~] Append columns with normalized dass distribution
Suffix for probability columns svm.pre

oK Apply Cancel (?)
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Nota. EI Nodo SVM Predictor (Predictor de SVM) emplea un modelo de SVM
generado por el nodo de aprendizaje de SVM para predecir el resultado de

sentimiento positivo o negativo. Aplicamos y aceptamos.

e Configuracion: Nodo Column Filter

Dialog - 0407 - Column Filter - a X
Fie
Column Fiter | Flow Vanables Memory Polcy
(®) Marvaal Selection () WikdcardRegex Selection () Type Selection
¢ Exchude indude
Y Fter Y
> D med ~
D | derech
D acces
» D fat
D/ doms
< D mes
D|esta
« D ingres
D cas
D/ persen v
-
() Enforce excuson ®) Enforce ndusion
oK Apply Cancel

Nota. Nodo Column Filter (Filtro de columna) filtra las columnas de la tabla mientras

que solo las columnas restantes se pasan a la tabla. Aplicamos y aceptamos.

¢ Configuraciéon: Nodo X-Aggregator

Dialog - 0:401 - X-Aggregator - O X

File

Standard settings| Fiow Variables Memory Policy

Targetcoumn | S| Document dass v
Prediction column | S | Prediction (Document dass) v
(1] Add column with fold id

(0] 4 Apply Cancel (?)
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Nota. El Nodo X-Aggregator (Agregador X) Recopila el resultado del nodo predictor,
compara la clase predicha y la clase real y genera las predicciones para las filas.

Aplicamos y aceptamos.

e Configuracion: Nodo Scorer

Dialog - (k358 - Scorer - a 4
File

SCONET | Flow Varisblss  Mamary Pobcy

First Column

|8 | Document dass -

Second Column

E-Prﬂlcbmﬂ}unm'ltdu} w
Sarting of values in tables

Sorting strategy: | Insertion order | [ Reverse order

Provvide scores as fow variables
[ e raene prefis

Missng values
In came of mssing values: (%) [pnore
{IFad
oK Apply Cancel (7

Nota. El Nodo Scorer (Goleador) como resultado muestra una matriz de confusion.

Aplicamos y aceptamos.

e Configuracion: Nodo Group Loop Start

Dialog - 025 - Group Loop Start - m] x
Fde

Optons | Flow Varabies Memory Poicy

(®) Marwal Sedecton () WidcardRegex Selecton () Type Selection
r Excude r Indude

[1]fod =

D huaral # >
Do
Diresum »
D|vins

D} suger

D| agradex

S| Document class
D/ P (Document dass «NEG)swm2 &«
D | P (Document dass «POS)svm2

8 | Prediction (Document dass) v

() Enforce excusion (®) Enfiorce Inchusion

[[] tnput is siready sorted by group columnis) [execution fals f not correctly sorted]

oK Apply Cancd (D)
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Nota. El Nodo Group Loop Start (Inicio de bucle de grupo) pasamos la columna fold
#, este nodo sirve Iniciar el bucle de grupo, cada iteracion procesa otro grupo de filas.

Aplicamos y aceptamos.

e Configuracién: Nodo Scorer

Dialog - 0e24 - Scorer (deprecated) - O i

File

00N’ | Flow Varisbles Memory Polcy
Frst Columin

S | Document dass o

Sesond Column
S | Prediction ([Document dass) e

Sortng of values in tables
Sorting strategy: | Insertion order [ ] Reverse order

Provvide scores as flow variabies

[] Use name prefix
Mz vahues

I case of missing values. ..

N
-
B

0K Apply Cancel ?

Nota. EI Nodo Scorer (Goleador) como resultado muestra una matriz de confusion de

la iteracion 10. Aplicamos y aceptamos.
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e Configuracién: Nodo Table Row to Variable

Dialog - 0:26 - Table Row to Variable (deprecated) (Obtener métr.. — O X
File

Missing Values
(OFal () Use Defaults (@) Omit

Default Values
Double: 0.0
Integer: =
String: | missing
OK Apply Cancel ©

Nota. El Nodo Table Row to Variable (Fila de tabla a variable) Obtiene las métricas

para la primera clase. Aplicamos y aceptamos.

e Configuracion: Nodo Variable to Table Row

Daalog - 027 - Vanable 10 Table Row (deprecated) (Subconunto oe - Q X
Fie
Varable Seecton  Fiow Vanables Memory Polcy

©®) Marval Selecton () WidcardRegex Selecton

Exciude nchude
Y Y 4
d Seravaty - > 1 TrePostves
o Soectey 1" FasePoatves
s RowiD 1" Trueteegatves
o Cohen's kagoe » 1" Fanetiecas ey
| #False o Recad
|" #Comect < o Precson
o tror o Meeamre
s roplternfer « o Acarscy
1 curentierason 1ok e
8 wme sorapace v
bl
O Enforce excusion (® Erforce nchuson
Carer a2 RomiD

Name of RowdD:  vekes

Nota. ElI Nodo Variable to Table Row (Variable a fila de tabla) Extrae variables y las
coloca en una tabla de una sola fila. Extrae un subconjunto de métricas para rastrear.
Aplicamos y aceptamos.
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¢ Configuracién: Nodo Loop End

Dialog - 0:28 - Loop End (deprecated) (Recoger resultados) - 0 X
File

|Standard settngs| Flow Variables  Memory Policy

Row key policy
() Generate new row IDs

(®) Unique row IDs by appending a suffix
() Leave row IDs unmodified

[[] Add iteration column

[] Propagate modified loop variables
[ 1gnore empty input tables

[[] Allow variable column types

[[] Aflow changing table spedifications

oK Apply Cancel ?

Nota. El Nodo Loop End (Fin de bucle) marcar el final de un ciclo y recoger resultados
de cada iteracion. Aplicamos y aceptamos.
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e Configuracion: Nodo GroupBy

Deaboag - (k08 - Gepepy (Promedio de los vabones) == - 4
Fiy

SeTngs Desopion Flow Varables  Mesory Poloy

T Marusl Aprepaten  Pane Bl Aggrepaton Ty Based kypeQaten
o Seitngs
ivaiabie o) D ()

T Fite T At

| | TasPosarees
| Fameoataer
|| Tractiegutves

| Fainetiegaties Lo
D | Rl
D | Precimion £
[T
D) Acosscy
|| ol

Atomued settrgs
Columrs namery: Ol name [aO0regtion methad) | | Enable hitng [ Process nmemory [ ] Sietn row onder

Manirues Ui valloed P group | 10,000 - value deleter

Nota. EI Nodo GroupBy realiza el Promedio de los valores de las métricas. Aplicamos
y aceptamos.

e Configuraciéon: Nodo Column Appender

Dialog - 0:305 - Column Appender - 0O X
File

'Opbons| Flow Variables Memary Policy
(@ Identical row keys and table lengths

(O) Generate new row keys
(O) Use the row keys from the input table: )

0K Apply Cancel ©)

Nota. El Nodo Column Appender (Anexador de columna) toma dos tablas y las
combina rapidamente agregando las columnas de la segunda tabla a la primera tabla.
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e Configuraciéon: Nodo ROC Curve

Deadog - O] - B0 Curep
(]

BOC Curve MG Coel Mol Opters dom (ol i Sew Covbo Fow Varabies Moy Poly

" ke B Cocumens G =
]

Bt caan < o

LimiE chads. poriis for sach cures o freme |

Ok e T PORT S oty
& Mg S e B S

Euchi e ¢ brcide
T T
] siraranceiag = » [0 # B oS e
B e B # Eocumert dan i prn
D et
| ¥
DO corpu
D | buscs 0
D | chrjar
D #hecis = o
Enforcy gecimon | Erdoron inclusor
) e s vomn
o gy Canoel

Nota. El Nodo ROC Curve (Curva ROC) gréfica curvas ROC para clasificacion de dos
clases. En este caso seleccionamos para la clase positiva. Aplicamos y aceptamos.

e Configuracién: Nodo Pie/Donut Chart

Dialog - 0:377 - Pie/Donut Chart - =] X
File

Options| General Plot Options  Control Options  Interactivity Flow Varisbles
General Settings
[ Generate image

Category Column | S | Prediction (Document dass)

Aggregation Method
®) Ocaurence Count (O Sum () Average

[[] Report on missing values

[4] Process table in memory

oK Apply Cancel

Nota. El Nodo Pie/Donut Chart (Grafico circular) muestra los resultados de las dos

clases positivo y negativo. Aplicamos y aceptamos.



a. Clasificacion de documentos: Aplicacion del Modelo

e Configuracion: Nodo CSV Reader

V Rradee e

T Tarwtematon  Marond Sttrgs Unt Bams  Bonirg Moe

s b

Soad b L e o

e BT O
. PP o -
Sentr wwrr
-
PO
STt b i Ure e
Qe e Qe o e

(© ™ apprind sk A 9 ek o et 0 ot . S A

s Mo P,

ol -

S TR O s S W A e (e A e A
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Nota. En el Nodo CSV Reader (Lector CSV) en el cual cargamos el archivo de 5000

tweets aplicamos y ya esta listo para visualizar los datos.

e Configuracion: Nodo String to Document

e

R e ot
“ e agen b

- s S )

Dt gy o Ao D Sa—

Nota. En el Nodo String to Document (Cadenas para documentar) seleccionamos

Text, seleccionamos la categoria sentiment, tokenization en espafiol aplicamos y

aceptamos. Este nodo sirve para convertir cadenas en Documentos. Para cada fila

se creara un documento.
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e Configuracion: Nodo Column Filter

Dualog - Dddd - Columa Fiter (Exchue 300 Las (04

pra——

o P Plow Varebies  Memary Polcy

@ Marsl Selection () WidcardRegex Selecton () Type Selecton
Caclde

e
Y

> B Cocment

»

«

© Irhrce exchmon

ki e Pmon

Nota. Este Nodo Column Filter (Filtro de columna) sirve para filtrar columnas, excluye

todas las columnas y solo incluye la columna Document aplicamos y aceptamos.

Configuracién: Nodo Extract Table Dimension

Dialog - 0:456 - Extract Table Dimension (C...

- a X
File

Flow Variables Memory Polcy |
Select memory policy for data outport(s)

(®) Cache tables in memory.
() Write tables to disc.

oK Apply Cancel (?

Nota. El Nodo Extract Table Dimension (Extraer dimensién de la tabla) sirve para

extraer el numero de filas y columnas de una tabla. Aplicamos y aceptamos.
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e Configuracion: Nodo Java Edit Variable

Nota. El Nodo Java Edit Variable (Variable de edicion de Java) realiza el célculo

divide nimero de filas entre 100 y da un resultado. Aplicamos y aceptamos.

¢ Configuracién: Nodo Punctuation Erasure

Dialog - 0e451 - Punctuation Erasure - ] x

File

Prepro0essng | Flow Variabiss Mamory Pobcy

Document column | [B) Document

£ Replace column Append column: |Pre;

[ Ignore unmodifiable flag

oK Apply Cancel

Nota. El Nodo Punctuation Erasure (Borrado de puntuacién) elimina todos los
caracteres de puntuacion de los términos contenidos en los documentos,
seleccionamos la columna Documento y reemplazamos la columna con el mismo.

Aplicamos y aceptamos.



e Configuracion: Nodo Number Filter

Dualog - (452 « Number Filter -

Fie

Pregrocessing Fiter 00%0ns | Flow varables  Memory Polkcy
Flterng mode
(®) Fiter terms representing rumbders

(O Fiter terma containing rumbers

Apply Cancel

o
%
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Nota. El Nodo Number Filter (Filtro de namero) filtran todos los términos contenidos

en los documentos que son digitos "," 0 ".

e Configuracion: Nodo N Chars Filter

0 II+II o

Diisdiog - 0od53 - W Chars Filter
Fie
ey oSy Fiter 0p8ons | Fiow Wanables  Memory Pobcy

H Ohard 38

0K Coruel

"o

. aplicamos y aceptamos.

Nota. Nodo N Chars Filter (Filtro de caracteres N) Filtra todos los términos contenidos

en los documentos con menos del niUmero 3 caracteres. Aplicamos y aceptamos.
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e Configuracion: Nodo Stop Word Filter

Diadog - (2459 - Stop Word Fillter o X
File
Pregrocessing | Fiter cOtons | Flow Vanebles Mamory Pollcy
£/ Use bultn kst Stopword ksts  Spansh
£ Use astom st Stopword colen | S [ de
[_] Case senaitve
oK Apply Cancel

Nota. El Nodo Stop Word Filter (Filtro de palabras de detencién) seleccionamos una
lista de palabras vacias integradas en espafiol y hacer check y personalizamos otra

lista de palabras vacias que es un archivo stopwords.xIsx. Aplicamos y aceptamos.

e Configuracién: Nodo Excel Reader

Pt kbl e locemr Fem s Mewsi

Nota. En el Nodo Excel Reader sirve para leer y cargamos el archivo stopwords.xIsx,
estas son palabras como articulos, preposiciones, palabras que no ayudan a la

investigacion.
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e Configuracion: Nodo Case Converter

Dialog - 0:454 - Case Converter - m] X

File

Preprocessing | Converter optons| Flow Variables Memory Pobicy

Case to convert to
(®) To lower case () To upper case

oK Apply Cancel

Nota. EI Nodo Case Converter (Convertidor de casos) convierte caracteres a

mindsculas. Aplicamos y aceptamos.

e Configuraciéon: Nodo Snowball Stemmer

Dialog - 0:455 - Snowball Stemmer = a X

File

| Flow Variables Memory Policy

Snowball Stemmer  Spanish v

oK Apply Cancel ?

Nota. El Nodo Snowball Stemmer (Talador de bolas de nieve) reduce una palabra a
su palabra base o raiz de modo que las palabras similares se encuentren en la raiz

comun. Seleccionamos el idioma espafiol. Aplicamos y aceptamos.
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e Configuracion: Nodo Bag of Words Creator

Dialog - 0:458 - Bag Of Words Creator (Crear bolsa) - m] X
File
Options| Flow Variables Memory Policy
Document column Document v Term column  Term
(®) Manual Selection () Wildcard/Regex Selection () Type Selection
Exdude Indude
Y At Y
> Document
»
<
«
(®) Enforce exdusion (O Enforce indusion
oK Apply Cancel

Nota. EI Nodo Bag of Words Creator (Creador de Bolsa de Palabras) crea una bolsa
de palabras de un conjunto de documentos. Una Bolsa de palabras consta de una
columna que contiene los términos que aparecen en el documento. Seleccionamos

el Documento aplicamos y aceptamos.

¢ Configuracién: Nodo Term to String

Dialog - (446 - Term To String (Convertir términaos) - O X

File

Opborts | Flow Vansbles  Mamary Pabey

TermColmn T Tem

oK Apply Cancel

Nota. EI Nodo Term to String (Término a cadena) convierte los términos de una
columna en cadenas y adjunta una nueva columna con estas cadenas. se pierden

las etiquetas de los términos. Aplicamos y aceptamos.
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e Configuracion: Nodo GroupBy

DRadeny - 4T - Gronaplly (Agrupar geor Mhsmancn] - o W
Filgt
Semes Dehrobon Pim carabics Mosip Pkt
G bl Ry et PR Bisb] A3Ie2abit  Tris Baind it
o e
Bovulabiy cokrerin] ‘Groug columninl
T re T
B tocumers » [8] Term as ey
T Tom
W
L]
L4
At TR
Gl Py KorD sl el w  []Eralie himng ]| Process nmmmory ] Furtain o order
g et v P QPR 15000 4 ighsp el
(8 Ay el

Nota. EI Nodo GroupBy (Agrupar por) Agrupa las filas de una tabla por los valores
unicos en columnas del grupo seleccionado. Agrupa por términos. Aplicamos y

aceptamos.

e Configuracion: Nodo Row Filter

Dialog - 01448 - Row Filter (Mantener 1érminos) o o x
File
Fiter Criteria | Flow Varisbles  Memory Polcy
| Cokamn value matchng
Column to test: | | | Document ~

fiter bosed on collechon elements

Matching oteria
() use pattern maaching
o

(@ tnchude rows by atirbute value Case sensitve match | cortans wid cards
() Exchude rows by attrbute vake s e eaion
O Incude rows by number
() Exchude rows by rumber (@) use range checkng
O Inchude rows by row ID lower bound: 30
() Exclude rows by row D wpper bound:

() only missng values match

oK Apply Cancel (2

Nota. EI Nodo Row Filter (Filtro de fila) hace filtrado de filas segun ciertos criterios.
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Mantiene términos que aparezcan en un nimero minimo de documentos. Aplicar y

aceptar.

e Configuracion: Nodo Reference Row Filter

Dialog - 00449 - Reference Row Filter (Bolsa de palabras filtrado) - 0O X

File

Op%ons | Flow Variables Meamory Pocy
Reference cohmns

Data table colmn: S| Term as String

Reference table colnn: S| Term as Sting v

Indhude rows from reference table
(®) Incude rows from reference table
(O Exclude rows from reference table

oK Apply Cancel

Nota. EI Nodo Reference Row Filter (Filtro de fila de referencia) filtra filas de la
primera tabla utilizando la segunda tabla como referencia, Bolsa de palabras filtrado.

Aplicamos.

e Configuraciéon: Nodo TF

Dralog - 0450 - TF (Frecuencia relativa) - m| *
File
Document Cal TFNW!:Fbw'u'matles Memary Policy
[ Relative frequency
QK Apply Cancel ?

Nota. EI Nodo TF Calcula la frecuencia relativa del término (tf) de cada término
segun cada documento y afiade una columna que contiene el valor de tf.

aplicamos y aceptamos.
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Configuracién: Nodo Document Vector

Dialog - 0:463 - Document Vector (Crear vectores de bits) - O X

File

Opbons| Flow Vanables Memory Polcy

Document column | () Document
£ 1gnore tags

A Bitvector

[] As colection ced

oK Apply Cancel ?

Nota. El Nodo Document Vector (Vector de documento) Crea vectores de bits

para documentos. el bit 0 y el bit 1. aplicamos y aceptamos.

Configuracién: Nodo Category to Class

Dialog - 0461 - Category To Class (Excluir columna) - a x

File

Opbons| Flow Variables  Memory Policy

Document column | [ Document

0K Apply Cancel ?

Nota. Nodo Category to Class (Categoria a clase) Excluye la columna
sentiment, sirve para agregar una columna de clase (cadena) a cada fila que
contiene una celda de documento. El valor de la clase es la categoria del

documento como cadena. Aplicamos y aceptamos.
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e Configuracién: Nodo Color Manager

@« DAY - Cotr Manage (okonty pox
fo
Sl Satrgn  Fipw varunien  wary Pukcy
Seect e Ctrs
8 Tt S

* romew

| B8
o

== ————
Do Magren 10V SR AP OEW Mt

) St }

AEEEE

ot 3

El =

Sat ) (Cometand sfe

ANE EEN
& Cutomn

o Aevh Conewt

Nota. El Nodo Color Manager (Administrador de color) colorea cada categoria
verde para positivo y rojo para negativo se asigna a columnas nominales.

Aplicamos y aceptamos.

e Configuracién: Nodo Column Filter

Dalog - (885 - Column Filter - =] %
Ve
Column Fiter | Fiow varables  Memory Polcy
) Marusl Sefecton () WikdoadRegex Selection () Type Selecnon
Exchude Ade
Y Y
£ Dooument N |D] dadelaverr ~
D] parciors
D asean
» O/ defersor
D! sebreriai
< | D pstcaperadefenso
| congrescpery
« D ranfe
O] acuers
|D] escans S
@) Erdorce exchuson ™) Enviorce Incuson
o Apply Cancel

Nota. El Nodo Column Filter (Filtro de columna) filtra las columnas de la tabla
mientras que solo las columnas restantes se pasan a la tabla. Aplicamos y

aceptamos.



Configuracién: Nodo SVM Predictor

Dialog - 0:467 - SVM Predictor
File

 Options| Flow Variables Memory Policy
[ change prediction column name
Prediction (Document dass)

4 Append columns with normalized dass distribution
Suffix for probability columns SvM

OK

Apply Cancel ?
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Nota. El Nodo SVM Predictor (Predictor de SVM) emplea un modelo de SVM
generado por el nodo de aprendizaje de SVM para predecir el resultado de

sentimiento positivo o negativo. Aplicamos y aceptamos.

Configuracién: Nodo Model Reader

Dhaiog - AN - Miockl Fapsder (ockelo Tl

=

Sethrus Figw
o It

Wl vy Py

Apmd o Local M Syvies

Fig L L R T e e B el £ 012 Srvmair_ Ol inn 2 S DL i

Nota. EI Nodo Model Reader cargamos un archivo en el cual se escribié y
guardo el modelo.

e Configuracién: Nodo Column Filter

® Ao

Nota. Nodo Column Filter (Filtro de columna) filtra las columnas de la tabla

mientras que solo las columnas restantes se pasan a la tabla. Aplicamos y



aceptamos.

Procedimiento para descargar y limpieza de los tweets

Configuracién: Nodo Twitter APl Connector

File

API key:

API secret:

Access token:

Access token secret:

Dialog - 7:3 - Twitter APl Connector = a

Credentials | Flow Variables

t11e2R04TZulsSOpwB 7xItU3K
T T T P )

1492179594497167366-32t7Pyqav] 1 JALoHrgN6inDajgh8 1

OK Apply Cancel
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Nota. ElI Nodo Twitter API Connector (Conector API de Twitter) Rellenamos los

campos de API key, API secret, Access token, Access token secret. Este Nodo

Crea una conexién para acceder a la API de Twitter. Deberd iniciar sesion con

su cuenta de Twitter en dev.twitter.com y registrar su aplicacion en "Mis

aplicaciones" para obtener su clave de API y token de acceso. Aplicamos y

aceptamos.

Configuracion: Nodo Twitter Search

"e

Gy owde.

yoarch b vwed

At of -,

ox

v vaatien My Pokcy

Apgny Cancet

Nota. EI Nodo Twitter Search (Busqueda de Twitter) busca por término

“pandemia” y seleccionamos todos los campos. Aplicamos y aceptamos.
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Nota. El Codigo es para eliminar emojis, eliminamos caracter Unicode.
Copiamos y pegamos el codigo en el Nodo Java Snippet (Fragmento de Java).
aplicamos y aceptamos.

e Configuracion: Nodo Java Snippet

Nota. EI Nodo Java Snippet (Fragmento de Java) para eliminar comillas.
Aplicamos y aceptamos.
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e Configuracién: Nodo Java Snippet

Nota. El Nodo Java Snippet (Fragmento de Java) para eliminar corchetes.
Aplicamos y aceptamos.

¢ Configuracién: Nodo Java Snippet

Creste Tompiste

Nota. El Nodo Java Snippet (Fragmento de Java) para eliminar emoajis.
Aplicamos y aceptamos.
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e Configuracién: Nodo Java Snippet

Degitmy  30F  bawa St Lriemenar Grfarte

(]
e e dadaoed L eet  RiOtoes Burden  Teepieted  Floe Taradies Sy oy
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Nota. El Nodo Java Snippet (Fragmento de Java) Eliminar corchetes.
Aplicamos y aceptamos.

e Configuracion: Nodo Java Snippet

o - P B - el e oo e A

Crimte | g

Fering Seget;
Soring sed;
dnriay setenl

Lo _galaany
fal

Nota. El Nodo Java Snippet (Fragmento de Java) es para Convertir a
mindsculas. Aplicamos y aceptamos.



150

¢ Configuracion: Nodo Row Filter

wiog - &3 - Row e
Foe
Fier Cherm P Varties Meery Pobcy
s ke mateg
Colurwn % teet: 8 Cher - Locaton

St reg .
]
e L
0 roea by STV vk . peraier wath (7] ot wid s
e

Exche 1wwn by ¥ UaAe » | v exoresmor
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e roma by row D

Exchde rywd by row K

ity —ry oy et

Nota. El Nodo Row Filter (Filtro de fila) es para filtrar la fila por User-Location

(localizacién de usuario), en este caso filtramos por criterio “Peru”. Aplicamos

y aceptamos.

e Configuracion: Nodo Duplicate Row Filter

Dhaleg « 85 - Dopheate Row Fiter
Fie
Optorn| Advarved Flow Virables Memery Pokcy

Ot cotwe for uphcates detecson
® Marue Selecvon Wit g Segex Selecton Tioe Selechon

Exchdie e
T T
(St ~ [8 Fweet
| | Fevorted > {8/ rme
1| Retwneted (8 19 et "
B is Favourted » | | 8 1s meamees
pe 3"
L
<
D Longnude
8 Coury
|8 User «
v User - P afie e
8| User < Name o
) Erforce enchmion () Enforce nchusion
oK Appty Cancel

Nota. El Nodo Duplicate Row Filter (Filtro de fila duplicada) Elimina las filas

duplicadas. Aplicamos y aceptamos.
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¢ Resultado de tweets
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Nota. Se muestra un ejemplo en la parte izquierda esta los tweets sin limpieza y

en la parte derecha estan los tweets limpios.
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Figuras del capitulo IV Resultados
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Andlisis de los resultados de la Clasificacion de documentos: implementacion del
modelo.

Resultado Tweets de prueba 100

Nota. Figura 14: Tweets de prueba 100, muestra 72% de tweets positivos y

28% de tweets negativos.

Resultado Curva ROC

ROC Curve

Nota. Figura 15: Curva ROC. Donde el color naranja representa a la curva ROC

de la clase positivo y el color azul representa a la curva ROC de la clase

negativo.
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¢ Resultado muestra 1000 tweets

Nota. Figura 35. Posteriormente de la clasificacion de los tweets etiquetados
como positivo y negativo. Los tweets estan listos para aplicar algoritmo de
SVM. se muestra 1000 tweets de los cuales el 70% son positivos y 30% son

negativos.

e Resultado Matriz de la iteracion N° 10

Confuieon bt - 04 - Sooded (Depedatiad) (=] =
Fda  Fikts
Doeturatrr rEG P

Cowd 0 Casilad 91 e it
Acoaracys F1% Ervor: %
Cotwer's happes (=l 0. TR,

Nota. Figura 36. Matriz de la iteraciébn N° 10, muestra la matriz de confusion de
la iteracion 9. correctamente clasificados 91 e incorrectamente clasificados 9,

error de 9% y la exactitud de 91%.

e Resultado de métricas de evaluacion

Collected resuts - 028 - Loop End (Geprecated) (Recoger resultados)
File £dt Hite Navgation View
Table “defaut” - Rows: 10 Spec - Cokamns: 9 Propertes  Fiow Yariabies

[[{rasero..[ [ Troeregaives |1 et | 0 o 0 10 sty |1 0 |
X I

K 25 3 0.957 0.931 0. 0.9 0
2 ) 3 0.957 0.971 0,964 0.9%

4 % 2 0571 094 0.958 0.94 2
4 » 2 0.97% 094 0.9% o 5
3 37 2 0.971 0.5%9 0,963 0.95 4
3 2 4 0,94 0892 0917 0.8 s
5 B2 ] 1 09 099 0.9 5
3 a7 7 09 0953 0% 09 7
“ 24 2 0.971 0,919 0,944 0.92 8
Q ) % $
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Nota. Figura 37. Determinacion de las métricas de evaluacion en cada iteracion

Nos muestra las diez matrices de confusion de las 10 iteraciones.

¢ Resultado Validacion cruzada, exactitud y precision

Nota. Figura 38. Validacion cruzada, exactitud(azul) y precisién(rojo) Nos

muestra las 10 iteraciones de Accuracy y las 10 iteraciones de precision.

e Resultado de Promedio de valores

Group table - 0:408 - GroupBy (Promedio de los valores)
File Edt Hilte Navigation View
Table "default” -Rows: 1 Spec - Colmns: 5 Propertes Flow Variables
RowD | (D]Recal (Mean) |[D]Recal (Standard deviation) | D] Precson (Mean) (D] Precsion (standard deviston) (D
Rowd 0.964 0.029 0.942 0.027 10.933

Nota. Figura 39. Promedio de valores Nos muestra el promedio de las 10

iteraciones de Accuracy es 0.933 y el promedio de precision es 0.027.

e Resultado de Aplicacion de 5000 tweets

Total de los 5000 tweets positivo y negativo
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Nota. Figura 40. Aplicacion de 5000 tweets Nos muestra el 87% de tweets son

negativos y el 13% de tweets son negativos.

e Resultado de Frecuencia de palabras

» Frocuencia de patabras

N
i%

vl

”T

Y
F\
Ve
f

!

‘m l‘mﬁ?’ﬁ }
|

T

Nota. Figura 23. Frecuencia de palabras Nos muestra la palabra que
mayormente aparece es dosis 635 veces.

¢ Resultado de Nube de palabras tweets de los usuarios.

Nota.Figura 24. Nube de palabras tweets de los usuarios. Nos muestra la

palabra “dosis” aparece mayormente por eso se muestra esa palabra grande.
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¢ Resultado de tiempo de extraccion de tweets.

Tiempo de extraccion

S000
8000
7000

6000
5000
4000
3000

2000
1000

o

Numero de tweets

1 2 3 El 5 6 7 8 S

Tiempo de extraccion{minutos)

W Dempo minutos cartidad de tweets

Nota. Figura de tiempo de extraccién de tweets. Nos muestra el tiempo en

minutos, mientras mas tweets descargamos mas tiempo nos demoramos.

e Resultados niimero de tweets mes 3 de abril.

Mumero de tweels por fecha 3 de abiril

45 a0
40
55
= S0
£ 25
o 20
= 'I_.
= ]
1
R
0
FOENTIVOS HNEGATIVOS
0472022 W04/2022

Nota. Figura de numero de tweets de fecha 3 de abril. Nos muestra en esta

fecha solo se recolecto 9 tweets positivos y 40 tweets negativos.

e Resultado de Sentimiento de los tweets.

W Tatve B lepaves

640
Negativos
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Nota. Figura 4. Sentimiento de los tweets. Nos muestra el sentimiento de los

tweets 87% positivos y 13% negativos.

Resultado de la evaluacion 1: Analisis de los resultados de los algoritmos

clasificadores de Arbol de decision y Naive Bayes.

¢ Resultado de Matriz de confusién

Conumion Matrix - 0535 - Soover
Flg bidin
DL HEG Lt
FEG - }
o e

Corect dasafod: 53 virarg daafed: 5
Aonrecy ¥ Error1 5%
Cobwn's tapps (o 000"

Nota. Matriz de confusibn Maquinas de vectores de soporte (Support vector

machine). nos muestra el 95% de exactitud (Accuracy).

Resultado de Matriz de confusién Arbol de decisién Decision tree

Confbon Wik - Seoowr x
e

HEG -
]

it

MG
P

et el BT g Gaited )
honarscy: 3% Brepe1 I

Cabard kit (el 090

Nota. Matriz de confusién Arbol de decision (Decision tree). nos muestra el 97%

de exactitud (Accuracy).
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¢ Resultado Matriz de confusion Naive Bayes

Contuuon Matrix - X549 - Scorer D X
File Hite q
Document NEC pOS
X Q
[ 0 [
b
-
q
-
Correct dasafied: 30 Wrong dassfed: 70
Aoracy: 0% Erroe: W%
Coben's kappe () 0%

Nota. Matriz de confusién Bayesiano Ingenuo (Naive Bayes). nos muestra el

30% de exactitud (Accuracy).

¢ Resultado de Curva Roc de los 3 clasificadores Support-vector machine,

Decision tree y Naive Bayes.

ROC Curve

W e Ramte

23 04 s T p7 o8

Fane Postive fate

©® P Document CanPOSHeml § P Docoment CaiePOSecscn ee @ F (Document s« POSKE nave tiyes @ random

Nota. Realizamos la primera ejecucién de Curva Roc de los 3 clasificadores
Support-vector machine, Decision tree y Naive Bayes. nos muestra una

comparacion de las tres curvas ROC, la mejor curva Roc es Support-vector
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machine, el area bajo la curva de 0.995 indica que es muy bueno el rendimiento

del algoritmo.

¢ Resultado de comparacion de las tres curvas ROC.

ROC Curve

| ——

Nota. Reseteamos el particionamiento de 10 iteraciones y realizamos por
segunda vez la ejecucidon nuevamente y hos muestra una comparacion de las
tres curvas ROC, aln sigue estando mejor la curva Roc de Support-vector
machine, el area bajo la curva de 0.99 indica que es muy bueno el rendimiento

del algoritmo.

Andlisis de las métricas de evaluacién de los 3 clasificadores Support-vector
machine, Decision tree y Naive Bayes.

¢ Resultado metricas de Maquinas de vectores de soporte

Table "default” -Rows: 10 Spec - Columns: 9 Properties Flow Variables

RowlD  |[1]Trueo... |1 Faiseo...| | | Truetee... [ 1] Fasen... | DIRecal  |[D]Precson (D] Fmes... [ [MecSeH 1] fod =
values 20 64 3 27 5 0.914 0.955 0,934 0.91 0
vaes# | % 2 128 4 0.943 0.971 0.957 0,94 1
vakes#2 63 3 27 2 0,971 0.558 0.965 0.95 2
vahes 23 '69 % [24 1 0,58 0.52 0.952 0,93 )
voesed M B3 27 0 1 0.959 0.97 97 4
vakesss 63 4 126 7 0.9 0.94 0.92 0.89 5
values#6 65 3 [27 5 0,929 0.95 0.942 0,92 B
vakoes £7 33 ? |23 Is 0529 0.503 0.915 0.88 7
vaues 28 68 7] F3 2 0.971 0.944 0.958 0.94 8
vabes 29 63 3 |27 2 0.971 0.958 0.965 0.95 )

Nota. Maquinas de vectores de soporte (Support vector machine). nos muestra
el resultado de las 10 iteraciones o 10 veces corridas en iguales tiempo. La

mejor iteracion 4 es 0.97 de exactitud (Accurracy).
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¢ Resultado de métrica de Decision tree

Collected results - 0:28 - Loop End (Geprecated) (Recoger resultados)
File Edt Milte Navigation View
Table "defoult” - Rows: 10 Spec - Columrs: §  Properties Flow Varisbles
RowD ||| Truepostves | | FasePoutves [[||Trueeoutves ||| |Falsehegatves |[D|Recl  |[D]Precson |[D NSNS D acoracy ||| fod o

vaess0 67 s 2 3 0.957 0931 054 0.92 )
valestl 56 [7 23 4 0580 0.904 053 ) I
viese2 X “ 53 0 It 094 0972 0.% 2
st 62 22 |2 K 5% 0.9 0.925 0 1
viestd  ® R £ 9 1 osn 0.986 0.58 4
vaes#S 66 2 2] K 050 0971 0.957 034 s
vaes#s 67 ‘ % ) 0957 0.9% 0.95 08 5
vaest? 49 i 23 2 0.971 0.907 0.93% ps1 7
it 68 4 23 2 097 054 0.95 0.94 3
vales®) 66 P 7 K 0949 0.957 0.95 0.93 3

Nota. Arbol de decision (Decision tree). nos muestra el resultado de las 10
iteraciones o 10 veces corridas en iguales tiempo. La mejor iteracion 2 es 0.96

de exactitud (Accurracy).

¢ Resultado de métrica de Naive Bayes

Collected results - (:28 - Loop End (deprecated) (Recoger resultados)
File Edit Hilte Nawvigation View
Table "defauit” - Rows: 10 Spec - Cokumns: 7 Properties Flow Variables
Row ID | Truepostves ||| |FaisePositves ||| |TrueNegatves || | [FRSSNEOSINESIN (D |Recal  |[D] Acouracy [[1]fod #

Vaues®0 0 o ) n o 0.3 o
véuessl 0 0 % [ T 0.3 1
vaess2 0 0 ™ m oo 0.3 2
vaessd 0 0 1% ) 0 03 I3
vaes#d 0 0 ) m o 03 s
vauesss 0 0 » ) oo 0.3 s
vaess6 0 0 ) 7 o 0.3 3
vauess? 0 0 ) ™ o 03 7
vaesss 0 0 1 ) o 03 3
voesss 0 0 1 2 0 0.3 3

Nota. Bayesiano Ingenuo (Naive Bayes). nos muestra el resultado de las 10
iteraciones o 10 veces corridas en iguales tiempo. Todas las iteraciones son

iguales el 0.3 de exactitud (Accurracy).

Prueba de Maquinas de vectores de soporte (Support vector machine).

e Resultado Kernel polynomial(polinomial)

e Whaoeis - B - oo
Fin i
P L)

o =
= '] L]

e et 1 g et
S K% e P

D i k]
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Nota. Nos muestra el 93% de exactitud (Accuracy) esto indica que es muy

bueno el rendimiento del Algoritmo.

¢ Resultado de las 10 iteraciones

Collected results - 028 - Loop End (deprecated) (Recoger resuitados)
File Edt Hilte Navigation View
Table "defout” - Rows: 10| Spec - Columns: 9 Properties Flow Variables
RowiD [[1]TruePo... |[1]FalsePo...|[1]Truete... |[ 1] FolseN... [[D]Recal  |[D]Precson [[D]F-mess... D] Accuracy [[1]f0kd =

vakues 20 65 G 25 5 0,929 0.5% 0,929 0.9 0
vaessl 165 2 28 s 0,928 0.57 0.3% 0,93 1
vauess2 69 0 0 11 0,98 [ 10.993 0.99 12
vauess3 69 2 28 I1 0.98 0.972 0.97 0.97 3
vaues 24 7 9 121 11 0,586 10.835 0532 0.3 5
Vauesss 66 13 24 4 0,943 0.517 033 09 5
vauesst 68 3 127 2 0.971 10.958 10.965 0.95 3
vauess? 69 E) 2 11 10,986 0.896 0.9% 0.91 [7
voes#8 165 3 24 s 0.9% 0.915 0922 0.85 3
vabes29 % 5] 127 4 0343 0.557 0.95 033 9

Nota. Nos muestra el resultado de las 10 iteraciones o 10 veces corridas. La
mejor iteracion 2 es 0.99 de exactitud (Accurracy).

¢ Resultado Kernel HyperTangent

Confusion Matrix - 0535 - Scorer - o X
File Hilte
Document ... NEG POS
les s 7
pos i &

Correct dassified: 91 Wrong dassified: 9
Acarsy: 51% Erroe: 9%

Cohen's kappa () 0.775%

Nota. Nos muestra el 91% de exactitud (Accuracy) esto indica que es bueno el

rendimiento del algoritmo.
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¢ Resultado de las 10 iteraciones

Collected results - 028 - Loop End (deprecated) (Recoger resultados)
File Edt Hite Nangation View
Table “default” - Rows: 10| Spec - Coums: 9 Propertes  Flow Variables
RowD |1 TruePo... |1 | FaisePo...|[ 1] Truene... |[1 | Faiset... [[D]Recal  |[D]Precson |[D]F-mess... |[D) Accuracy |1 foid

vaess) 68 “ 24 2 0.571 0519 094 092 0
YmSS1 16 7 B i 5 BH %04 P po :
voessd 67 3 - B_ ] 2] P 02 2
vehesl 68 2 » s 053 1 10963 058 3
yeesod 66 I 2 . P90 RIS  RN%4 D985 u
vekuesS: 8 B 2 2 g P32 posi 093 1]
vaes®s &9 2 = I 10.586 osm Xz 057 s
vaess? M 8 23 d B o A R 7
voess I ¥ 0 It 0843 0518 087 8
voess9 &3 7 3 2 0.971 0.907 0.93 0.91 9

Nota. Nos muestra el resultado de las 10 iteraciones o 10 veces corridas. La
mejor iteracion 6 es 0.97 de exactitud (Accurracy).

e Resultado de Kernel RBF

£ pafursos atnr - 0F3 13 - Soorer - = >
LE et
cal ¥
1 cad

Correct caswied: 92 e e B
Mooyt W% Error: %
Caer's kapps [l 5. TR

Nota. Nos muestra el 92% de exactitud (Accuracy) esto indica que es bueno el

rendimiento del algoritmo.

e Resultado de las 10 iteraciones

Collected results - 0:28 - Loop End (deprecated) (Recoger resultados)
File Edt Hilite Navigation View
[Table “defauit” -Rows: 10| Spec - Columns: 9 Properties ~Flow Variables
|[1] Trvepo... |1 Folsepo...[[ 1] Truee... [ 1] Faisen... [[D|Recal  |[D]Precsion [[D]F-emeas... |[D] Acowracy [[1] fod #

) 10 0 0 it o8’ pew 09 0
2 d 2 10 0%% 08 0o % 0

2] 7 23 t 0.9% 0.908 0.945 0.92 12

. 15 7 3 2 X2 0.907 053 051 £
a ”g—l’fo’ — NN :zi ".6' 1 T sss 094 fo’.m" .
vobesss %0 I I [ 08 ben s I3
kkkkkkkkk - s i o i psss st o1 6
i?D 9 .Zl 0 il 0886 094 p.?l '7
e e osu  b9® oo 8

9 7 23 [1 0.985 0.908 0.945 0.92 3
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Nota. Nos muestra el resultado de las 10 iteraciones o 10 veces corridas. La

mejor iteracién 8 es 0.94 de exactitud (Accurracy).



